
书书书

　第３７卷　第３期 空 气 动 力 学 学 报 Ｖｏｌ．３７，Ｎｏ．３　
　２０１９年０６月 ＡＣＴＡ　ＡＥＲＯＤＹＮＡＭＩＣＡ　ＳＩＮＩＣＡ　 Ｊｕｎｅ，２０１９　
欟欟欟欟欟欟欟欟欟欟欟欟欟欟欟欟欟欟欟欟欟欟欟欟欟欟欟欟欟欟欟欟欟欟欟欟欟欟欟欟欟欟欟欟欟欟欟欟欟欟欟
文章编号：０２５８－１８２５（２０１９）０３－０４９８－０７

自动编码器在流场降阶中的应用
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摘　要：自动编码器作为一种压缩算法，在数据降维和去噪等方面有着广泛实践，有条件作为一种降阶方法在流场

识别与数据处理方面得到应用。文章中以圆柱绕流为 例，首 先 对 圆 柱 后 速 度 场 建 立 了 编 码 模 型，用 来 对 原 始 数 据

进行降维和特征提取，之后将编码后的数据与流场特征 量 相 关 联，建 立 了 由 流 场 编 码 回 归 圆 柱 表 面 压 力 系 数 的 神

经网络，探索了降维后数据的应用。结果表明，自动编码得到的结果能够承载原始速度场的主要信息，解码后速度

场与原速度场测试均方根误差小于０．０２，压力回归测试均方根 误 差 可 小 于０．１。说 明 自 动 编 码 器 能 够 作 为 一 种 流

场的特征提取和降阶方法，在未来得到更广泛的应用。
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０　引　言

　　机器学习作为计算机科学领域中一个备受关注

的研究方向，其核心主要是使用算法解析数据，并利

用计算机的大信息处理能力从原始数据中提取模式。
近来，机器学习在许多领域得到蓬勃发展，例如在自

然语言处理和各类图像识别等方面已经得到广泛应

用［１］。机器学习在流体力 学 中 的 应 用 也 开 始 逐 渐 浮

现，Ｔｒａｃｅｙ等［２］利用神经网络拟合Ｓｐａｌａｒｔ－Ａｌｌｍａｒａｓ
湍流模型并证明了其能够优化计算流体力学中得到

的结果；Ｌｉｎｇ等［３］提 出 使 用 嵌 入 伽 利 略 不 变 性 的 多

层网络预测 雷 诺 应 力 张 量，并 取 得 了 更 为 精 确 的 结

果。至此，机器学习在流体力学中的初步尝试主要是

通过前馈神经网络构建湍流模型。

　　由于流场的复杂性，除了关注于传统前馈网络学

习算法，利用 机 器 学 习 中 的 各 种 方 法 来 探 索 流 场 识

别、提取、降阶也是一个非常重要的方向。以卷积神

经网络为代表的深度网络在流体力学中有了一些新

的尝试。Ｓｔｏｒｆｅｒ等［４］使用卷积神经网络成功识别了

流动特征，并且识别出的特征能够与相似特征进行区

分。Ｊｉｎ等［５］构建了一个捕捉绕流圆柱表面压力系数

时空信息的卷积神经网络，能够成功捕捉压力脉动特

征并预测速度场信息。对于流场建模，除了直接寻找

数据间的映射关系，基于无监督思想下的寻找数据之

间的特征提取技术也 是 一 种 建 模 与 降 阶 技 术［６］。例

如Ｋａｉｓｅｒ等［７］提出了一种无监督学习下用以识别流

场物理机制的ＣＲＯＭ 方法，这种方法在三维钝体湍

流尾迹和空间演化的不可压混合层的速度场都进行

了成功的应用。考虑到自动编码器作为一种典型的

数据压缩与降维方法，在图像和自然语言处理等方面

有很好的实践，因此探索自动编码器在流场降阶中的

应用。将自动编码器引入流场，建立流场速度场的编

码和解码模型，能够将原始高维数据进行压缩，并且

能够对流场实现一种通用的降阶方法。

　　本文以圆柱浇流流场的速度场为输入，建立了自

动编码器模型，对全场的速度场分量进行编码和数据

降维，最后与 流 场 特 征 量 构 建 的 网 络 进 行 了 误 差 分

析，分析了自动编码器的数据降维和特征提取的合理

性。该方法在一定范围内的速度入口和雷诺数条件

下，能够为流场数据的表示提供合适的编码函数。并

且，结合深度学习技术，能够得到相关的流场特征识

别与提取结果。

１　自动编码器原理与设计

　　自动编码器是一种神经网络，这种网络的特点是

在经过训练后能够将 输 入 复 制 到 输 出［８］。作 为 无 监

督的一种网络模型，自动编码器能够从输入数据中学

习到隐含的数据特征，并且由这些特征重构出原始数

据。因此，自动编码器在数据降维和特征学习等方面

有着广泛的应用。

１．１　前馈网络结构

　　自 动 编 码 器 可 以 被 看 作 是 前 馈 网 络 的 一 个 特

例［９］。因此，首先建立一个全连接的前馈网络，其 网

络结构如图１（ａ）所示，分为输入层、隐层、输出层，上

一层的 任 何 神 经 元 与 下 一 层 的 每 个 神 经 元 都 有 连

接［１０］。神经元模 型 的 概 念 来 自 于 生 物 神 经 中，通 过

电位变化传递信息［１１］。对于神经网络模型中的神经

元模型，其权重函数和偏置向量，用方程表示为：

　　ｆ（ｘ；ｗ；ｂ）＝ｘＴｗ＋ｂ （１）
式中，ｗ 为权重系数，ｂ为偏置向量。

　　同时，为了使每个神经元模型表现为非线性，在

上述 变 换 后 增 加 一 个 非 线 性 激 活 函 数，如 ＲｅＬＵ：

σ（ｚ）＝ｍａｘ｛０，ｚ｝，或ｓｉｇｍｏｉｄ函数：σ（ｚ）＝
１

１＋ｅ－ｚ
［１２］。

不同的连接方式可以构成不同的网络结构，也称为神

经网络设计的架构，包括网络中的单元数量以及这些

单元之间的连接方式。神经元被组成层的单元组的

链式结构，层与层之间通过全连接相连。

　　神经网络将输入层数据通过映射转换到隐层，再

（ａ）网络结构

（ｂ）神经元

图１　前馈神经网络
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逐层转化到输出层。网络的输出和真实值之间的差

异用损失函数衡量［１３］，对于常见的回归问题，一般取

为网络预测值和参考值之间的均方根误差：

　　δＲＭＳＥ＝ ∑
ｎ

ｉ＝１

（ｙｉ－ｙ～ｉ）２·
１
ｎ槡 （２）

其中ｙｉ 为 参 考 值，ｙ～ｉ 为 网 络 预 测 值，ｎ 为 样 本 数。
网络训练是通过对损失函数的梯度下降和误差的反

向传播，使网络在训练过程中逐步拟合训练数据。通

常也可以采用Ｄｒｏｐｏｕｔ技术，提高网络的泛化能力，
防止网络对训练数据过拟合［１４］。

１．２　自动编码器设计

　　前馈神经网络，如果其只有 一 个 隐 藏 层ｈ，则 该

网络可以看作为从输入到隐层的映射函数ｈ＝ｆ（ｘ）
和隐层到输出的映射函数ｙ＝ｇ（ｈ）。由于自动编码

器的特点是能够将输入复制到输出，所以在网络中将

输出设计成与输入相同，并将隐层的节点数设置成比

输入输出的节点数少，通过训练调整权重系数，得到

每一层的参数，便可以获得原始数据在小维度上的表

示。对于该网络而言是一个编码和解码的过程，即将

原始数据进行压缩，再从压缩的数据中还原。

　　图２是自动编码器的网络结构，在该网络中输出

与输入相同，即ｙ＝ｘ。自动编码器的训练方式和一

般前馈神经网络完全相同，即使用小批量的梯度下降

算法，使输出ｙ 逐 渐 贴 近 输 入ｘ［１５］。网 络 训 练 完 成

后，能够得到一个输入到隐层的编码模型和一个隐层

到输出的解码模型，隐层的节点信息即为最后的编码

结果。考虑到编码的稀疏性，在自动编码器的基础上

加上稀疏性约束，编码结果中只有一小部分神经元被

激活，大部分节点为０［１６］。

图２　自动编码器网络

Ｆｉｇ．２　Ａｕｔｏｅｎｃｏｄｅｒ　ｎｅｔｗｏｒｋ

２　圆柱绕流自动编码模型建立

２．１　圆柱绕流算例

　　选取圆 柱 绕 流 的 案 例，构 建 流 场 并 获 取 流 动 数

据［１７］。流场几何设置如图３（ａ）。考虑圆柱后４１×１７

的速度场作为输入。由于是二维算例，对于每个点都

有Ｕ＝｛ｕ，ｖ｝两个速度分量。流场的速度入口，考虑

了带有扰动的抛物速度入口条件，其中３个速度入口

作为训练，第四个速度入口作为测试。每个速度入口

考虑雷诺数从２００到２０００的１０组雷诺数，所有工况

下均每隔０．００５ｓ时 间 步 长 输 出 一 组 数 据，共 取３００
组数据。速度入口条件为基本抛物线速度入口乘以

扰动因子Ｐ 再归一化，基本抛物线速度入口为：

　　ｕｓ（０，ｋ）＝
４ｕｍｋ（Ｈ －ｋ）

Ｈ２
，ｖ＝０， （３）

其中ｕｍ ＝１．５。扰动因子Ｐ 见表１。

表１　圆柱绕流流场不同速度入口条件

Ｔａｂｌｅ　１　Ｄｉｆｆｅｒｅｎｔ　ｉｎｌｅｔ　ｖｅｌｏｃｉｔｙ　ｃｏｎｄｉｔｉｏｎｓ　ｏｆ

ｔｈｅ　ｆｌｏｗ　ａｒｏｕｎｄ　ｔｈｅ　ｃｙｌｉｎｄｅｒ

速度入口 数据集 扰动因子Ｐ

速度入口１ 训练集 １＋ｓｉｎ（
２π
０．４１ｙ

）２

速度入口２ 训练集 １＋ｓｉｎ（
３π
０．４１ｙ

）２

速度入口３ 训练集 １＋ｃｏｓ（
６π
０．４１ｙ

）２

速度入口４ 测试集 １＋ｓｉｎ（
６π
０．４１ｙ

）２

（ａ）几何尺寸和边界条件

（ｂ）圆柱后流场４１×１７的速度采样点分布

（ｃ）圆柱上３２个压力系数采样点分布

图３　二维圆柱绕流算例

Ｆｉｇ．３　２Ｄｃａｓｅｓ　ｉｎ　ｔｈｅ　ｆｌｏｗ　ａｒｏｕｎｄ　ｔｈｅ　ｃｙｌｉｎｄｅｒ
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　　网络分为自动编码器和验证网络两部分，自动编

码器考虑将４１×１７×２个速度分量通过自动编码，压
缩为３２个数据。验证网络将用编码后的数据与流场

特征典型量相联系，讨论压缩处理后的数据是否抓住

了原始数据中的主要特征。

２．２　自动编码器结构

　　对于圆 柱 绕 流 流 场，采 取 上 述 的 速 度 场 进 行 描

述，考虑到是二维流场，则在４１×１７个空间位置上共

有１３９４个速度分量，对于其余的研究而言速度信息

的维度过大，因此，寻找一种将１３９４维的流场速度数

据进行压缩的方法十分重要。自动编码器结构能够

将数据进行压缩，并且能够利用网络将数据还原。考

虑到自动编码器的这个优势，使用自动编码器将流场

速度分量压缩为只有３２个值。因此对于网络，输入

和输出选择各为１３９４个节点，中间隐层选择为３２个

节点，网络中通过选取不同的激活函数来添加约束，
使得重构后的数据与原始数据非常接近但又有一些

不同，以此强制模型考虑输入数据中哪些量需要被优

先复制，达到增强网络性能的目的。

２．３　编码器验证与应用方法

　　对于自动编码器得到的缩减结果，一个很好的验

证方式是，将经过解码后的数据与原始数据比较，得

到两者 间 的 均 方 根 误 差（Ｒｏｏｔ　Ｍｅａｎ　Ｓｑｕａｒｅ　Ｅｒｒｏｒ，

ＲＭＳＥ）。由于流 场 信 息 的 复 杂 性，想 要 探 究 缩 减 后

的结果对于原始数据是否具有代表性，另一个验证方

法是建立编码后数据与原始流场的对应关系。如果

编码后的数据能够代替原始范围内的速度场信息，那
么可以建立函数关系Ｃｐ＝Ｆ（Ｕｅｎｃｏｄｅ），其 中Ｃｐ 是 用

入口平均速度无量纲化的压力 系 数，Ｕｅｎｃｏｄｅ为 编 码 后

的低维流场。基于这种考虑，建立了全连接的神经网

络，输入层为编码后的流场速度，输出层为圆柱表面

压力系数。如图３（ｃ）所 示，圆 柱 表 面 压 力 系 数 选 取

为圆柱一圈３２个离散点的值进行表示。由于训练集

和测试集选取了不同的速度入口，为了防止入口速度

变化对圆柱前缘处压力系数影响较大，在３２个点中

舍弃圆柱了迎着来流的６个点。圆柱表面压力采样

点排列顺序是以迎来流最前端为第一个点顺时针等

间距排列，因此在序号上体现为舍弃前后端的三个，
并对剩下的２６个点按照相同的顺序重新编号为１～
２６。这些点仍能覆盖圆柱表面大部分压力情况，并且

不会使得速度入口所产生的误差对整体误差起到了

主导作用。验证网络选取了单隐层的１２８个节点的

验证网络１，和隐层的数量为２层、每层３０个节点的

验证网络２，并加了ｄｒｏｐｏｕｔ层以防止过拟合。验证

网络结构见表２。

表２　验证网络的网络结构

Ｔａｂｌｅ　２　Ｎｅｔｗｏｒｋ　ｌａｙｅｒｓ　ｏｆ　ｔｈｅ　ｖｅｒｉｆｉｃａｔｉｏｎ　ｎｅｔｗｏｒｋ

验证网络１ 验证网络２
输入层 ３２ 输入层 ３２

全连接层１　 １２８ 全连接层１　 ３０
随机失活层 ０．２ 随机失活层 ０．２

输出层 ２６ 全连接层２　 ３０
随机失活层 ０．２

输出层 ２６

３　圆柱绕流自动编码器的应用

　　输入训练数据完成网络训练后，需要应用测试数

据测试网络的可靠性。本文的自动编码器在流场中

的应用主要分为两个方面，一方面关注了自动编码器

编码解码过程中的精度，是否能生成与原始流场精度

差异较小的重构流场，另一方面也考虑到编码过程是

否能够对原始流场进行成功的压缩降阶，并通过关联

流场中的某些敏感关注量考察编码器能否代替原始

流场。具体流程见图４。

图４　自动编码器应用流程图

Ｆｉｇ．４　Ｆｌｏｗ　ｃｈａｒｔ　ｏｆ　ｔｈｅ　ａｐｐｌｉｃａｔｉｏｎ　ｏｆ　ｔｈｅ　ａｕｔｏｅｎｃｏｄｅｒ

３．１　自动编码器的表现

　　上述圆柱绕流案例有１０组雷诺数，每组雷诺数

每隔０．００５ｓ取 一 组 数 据，共 计 算 了３００步 数 据。为

了防止训练集对于速度入口过拟合，共考虑了４个不

同的速度入口，３组进行训练，１组进行测试，即训练

样本数为９０００，测试样本数为３０００。

　　自动编码器的结构 采 用 的 是２．２节 中 所 描 述 的

网络结构。图５可以看出，随着训练步数的增加，训

练过程中的均方根误差即损失函数在逐渐下降，经过

１００步的迭代误差已经降到１．２×１０－２，并有继续下降

的趋势。

　　网络训练完成后，将测试数据的速度场输入网络

模型，即可得到测试数据在自动编码后的系数，其均

方根误差δＲＭＳＥ为１．４５×１０－２。可以认为测试数据在

经过编码和解码之后能得到与原始数据误差较小的

结果。随机选取Ｒｅ数 为７００的 一 个 速 度 场 进 行 研

究，从速度云图上看，其中图６（ａ）为原始速度场的速

度ｕ分量的速度云图，图６（ｂ）为重构速度场的速度
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ｕ分量的速度云图，可以看出该编码解码过程误差较

小，说明编码后的数据能够包含大部分流场信息。

　　同时，我们将编码维数增加一倍，使用自动编码

器将流场速度分量压缩为６４个值，并使用６４维数据

重构流场，如图６（ｃ）。可以看出编码维数的增加，能

够使得重构出的流场更好地呈现原始流场的流动特

征，例如在核心区外围的情况能够将流场信息把握得

更好。

图５　网络的训练误差

Ｆｉｇ．５　Ｔｒａｉｎｉｎｇ　ｅｒｒｏｒ　ｏｆ　ｎｅｔｗｏｒｋ

（ａ）原始流场

（ｂ）重构流场１

（ｃ）重构流场２

图６　速度分量ｕ的速度场云图

Ｆｉｇ．６　Ｖｅｌｏｃｉｔｙ　ｃｏｎｔｏｕｒ　ｏｆ　ｖｅｌｏｃｉｔｙ　ｃｏｍｐｏｎｅｎｔ　ｕ

３．２　基于压力回归的网络验证

　　自动编码器训练和测试完成后，进一步利用前述

的压 力 回 归 方 法 对 编 码 器 表 现 进 行 验 证。对 于 验 证

网络，训练集和测试集的数据来源依旧是上述雷诺数

和速度入口组合下的工况。对于每组数据，输入由原

始的１３９４个速度分量缩减为编码后的３２个组合值，
输出则考虑到需要对原始流场信息进行表征，因此选

取了圆柱表面２６个点的压力系数。分别用２．３节所

述的两种网络结构进行了验证，其中编码后数据在验

证网络上的表现如表３所示。

表３　训练集和测试集分别在验证网络上的均方根误差

Ｔａｂｌｅ　３　ＲＭＳＥ　ｆｏｒ　ｔｈｅ　ｔｒａｉｎ　ｓｅｔ　ａｎｄ　ｔｈｅ　ｔｅｓｔ　ｓｅｔ　ｏｎ

ｖｅｒｉｆｉｃａｔｉｏｎ　ｎｅｔｗｏｒｋ

验证网络１ 验证网络２
训练集 ２．４８×１０－２　 ７．１４×１０－２

测试集 ０．１２９　 ０．１１１

３．３　与随机取点对比

　　为了验证自动编码的效率，将流场的４１×１７×２
个速度分量中随机选取３２个点作为对照组，其中随

机选取的过程保证所取点在训练数据和测试数据中

代表的意义相同，即 在 固 定 空 间 位 置 上 的 相 同 速 度

分 量。

　　通过对比２．３节所建立网络与随机取点，分 别 得

到 了 单 层 编 码 结 果 和 随 机 取 点 在 验 证 网 络 上 的 均

方 根 误 差。表４中 对 比 了 两 种 网 络 上 测 试 集 的 误

差。图７选取了某时刻预测的压力系数与实际值的

对比。自动编码器的残差约为随机取点网络的一半，
说明了自动编码器的压缩算法能够更有效表达原流

场的信息。

表４　单层编码和随机取点在验证网络上的均方根误差

Ｔａｂｌｅ　４　ＲＭＳＥ　ｆｏｒ　ｔｈｅ　ｅｎｃｏｄｅｄ　ｒｅｓｕｌｔ　ａｎｄ　ｔｈｅ

ｒａｎｄｏｍ－ｓａｍｐｌｉｎｇ　ｏｎ　ｖｅｒｉｆｉｃａｔｉｏｎ　ｎｅｔｗｏｒｋ

验证网络１ 验证网络２

单层编码 ０．１２９　 ０．１１１

随机取点 ０．２４６　 ０．２０８

图７　单层编码与随机取点在验证网络上预测结果与

ＣＦＤ参考值结果中圆柱压力系数分布的比较

Ｆｉｇ．７　Ｃｏｍｐａｒｉｓｏｎ　ｏｆ　ｐｒｅｓｓｕｒｅ　ｃｏｅｆｆｉｃｉｅｎｔ　ｄｉｓｔｒｉｂｕｔｉｏｎｓ　ｏｎ　ｔｈｅ
ｃｙｌｉｎｄｅｒ　ｂｅｔｗｅｅｎ　ｔｈｅ　ＣＦＤ　ｒｅｓｕｌｔ，ｔｈｅ　ｍｏｄｅｌ　ｐｒｅｄｉｃｔｉｏｎｓ

ｏｆ　ｔｈｅ　ｅｎｃｏｄｅ　ｒｅｓｕｌｔ　ａｎｄ　ｔｈｅ　ｒａｎｄｏｍ　ｓａｍｐｌｉｎｇ
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４　编码层层数影响分析

４．１　网络结构

　　前文中采用的是基本的单层编码器和解码器，但
实际上对于复杂问题，深度的编码器和解码器也具有

一定优势，能够更好地体现深层网络的可控性，在拟合

数据过程中较大地降低训练的计算成本和所需的训练

量。例如，Ｈｉｎｔｏｎ等［１８］提出在实验中，深度自编码器

能够比相应浅层的编码器拥有更好的压缩效率。

　　对于速度场信息压缩的问题，为了探究自动编码

器网络对编码效率的影响，提出了一个隐层数为５的

网络，新的编 码 器 网 络 结 构 如 表５。在 该 网 络 中，编

码器和解码器均为３层网络。

表５　自动编码器的网络结构

Ｔａｂｌｅ　５　Ｎｅｔｗｏｒｋ　Ｌａｙｅｒｓ　ｏｆ　ｔｈｅ　ａｕｔｏｅｎｃｏｄｅｒ

网络层 节点数 激活函数

输入层 １３９４
全连接层１　 ２５６ ＲｅＬＵ
全连接层２　 ６４ ＲｅＬＵ
全连接层３　 ３２ ＲｅＬＵ
全连接层４　 ６４ ＲｅＬＵ
全连接层５　 ２５６ Ｔａｎｈ

输出层 １３９４

４．２　结果对比与讨论

　　训练深度编码模型，其本质是训练具有更多中间

层的 网 络。对 于 流 场 速 度 场 数 据，网 络 的 输 入 是

１３９４维特征，与单层编码不同的是，深度编码网络中

三个隐含层维度分别为２５６、６４和３２，即通过逐步降

低输入数据的维度，得到最终编码后的３２维的低维

数据。表６对比了单层编码和深层编码在编码网络

（ＡＥ－Ｎｅｔ）和验证网络（Ｖｅｒｉｆ－Ｎｅｔ）上 的 均 方 根 误 差，

可以看到，在最终维度相同的情况下，深层编码与单

层编码相比，重构出的数据误差更小，且能够更好地

捕捉数据的特征，压力回归测试均方根误差小于０．１。
但由于目前算例相对简单，深度编码器体现出的优势

并不十分明显。

表６　单层编码和深层编码网络的均方根误差

Ｔａｂｌｅ　６　ＲＭＳＥ　ｆｏｒ　ｔｈｅ　ｓｉｎｇｌｅ　ｌａｙｅｒ　ｅｎｃｏｄｅｄ　ｒｅｓｕｌｔ

ａｎｄ　ｔｈｅ　ｍｕｌｔｉ－ｌａｙｅｒ　ｅｎｃｏｄｅｄ　ｒｅｓｕｌｔ

均方根误差
编码网络
训练误差

编码网络
测试误差

验证网络１
测试误差

验证网络２
测试误差

单层编码 １．２０×１０－２　 １．４５×１０－２　 ０．１２９　 ０．１１１
深层编码 ６．８６×１０－４　 １．０１×１０－２　 ０．１０７　 ０．０９６

５　结　论

　　本文提出了一种将自动编码器应用在流场中的

方法。该方法通过将高维的原始速度场编码为少量

点的低维数据，并对数据解码，能够对原始流场进行

重构。对非均匀来流圆柱绕流算例建立的典型单层

自动编码器模型，重构流场与原始流场速度均方根误

差小于０．０２。

　　本文证实了通过自动编码器将原始高维流场进

行降阶和数据压缩，可以将压缩后数据与原流场中的

敏感输出值相关联。对此基于圆柱绕流流场自动编

码器的应用，建立了 利 用 降 维 后 编 码 数 据 来 回 归 圆

柱 表 面 压 力 分 布 的 神 经 网 络 测 试。结果表明 编 码

数据能够较好地回归到圆柱的表面压力系数，且回归

精度明显高于利用同等数量随机测点进行回归的对

照模型。

　　最后考虑到更复杂流场的编码需求，讨论了编码

层层深对于编码效果的影响。典型的不同结构编码

器对比结果表明，五层结构的深层编码器比浅层编码

器在编码网络上的误差更低，编码精度更高；同时在

与流场敏感输出值相关联时网络预测误差能够达到

０．１，对原始数据的代表性也更好。

　　未来，本文所建立的基于机器学习的自动编码器

方法有条件应用于更复杂的流场结构的识别与降阶，
应用的范围与方式值得进一步讨论研究。此外，如将

自动编码器与潜变量模型理论结合，则可进一步应用

于流场生成模型的构造，值得进一步探索。
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