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摘要 ： 随着神经 网 络等 人工智 能 技术的快速发展 ， 利 用数据驱动的机器学 习方法在探

索 复杂流体动力 学 问 题中 的流场识别 、 提取 、 降阶等方面取得 了 成功 的应用 。 空化是发生

在水力机械等领域 常见的水动力现象 ， 作为 高速水动 力学 的核心 问 题 ，
云状空化流具有强

烈 的非定常特性 ， 因 此 ， 利用 数据驱动建立非定常 多相流场的识别方法对水力机械等领域

具有重要 的意义 。 本文 旨在研究
一

种基于卷积神经 网 络的 空化翼 型表面压力 预测方法 ， 该

数据驱动方法通过提取非定 常云空化流场 中水翼尾流速度 、 空泡体积分数 等流动特征构建

水翼表面压力 分布的完整模型 。 首先 ， 对二维 ＮＡＣＡ００ １５ 水翼云空化流场进行 了 数值分析 ，

得到 了４ 种不 同 空化数下翼 型 速度场 、 压力场等数据信息 。 然后 ， 建立 了 卷积神经网 络

（ ＣＮＮ ） 预测模型 ， 通过对不 同 空化数下水翼云空化尾流速度 ［／ 、 空泡体积分数 《 及空泡

密度 ｐ 等进行提取与分类预测 了 空化水翼表面 的压力 系数 Ｃｐ 。 最后 ， 将 ＣＮＮ 预测结果与

ＣＦＤ 计算结果进行对 比分析 ， 表明该卷积神经 网 络的预测方法对非定常多相流场识别具有

较高的精度 。

关键词 ： 机器学 习 ； 卷积神经 网络 ； 水翼 ； 非定常 ； 流场识别

１ 引 言

空化是发生在水力机械等领域常见的水动力现象 ， 作为高速水动力学的核心问题 ， 云

状空化具有强烈的非定常特性 。 云空化发生过程中伴随着噪声 、 振动 、 空蚀等
一

系列 问题 ，

对水利机械性能造成
一

定影响 。 因此 ， 深入研宄云空化的演变规律及其水动力特性对船舶

等水力工程领域具有重要意义 。传统方法
一

般通过数值模拟或试验得到水翼表面压力分布 ，

但存在计算量大和试验成本高等缺点 。

近年来 ， 为了充分利用 ＣＦＤ 计算结果 、 解决数值计算效率等问题 ， 机器学习技术得

到了快速发展 ， 提 出了基于神经 网络的流场特征识别及降阶模型等方法 。 Ｓｔｏｒｆｅｒ 等 ［
１
］通过

卷积神经网络 （ ＣＮＮ ） 对流场的流动特征进行了识别 ， 并通过数值模拟得到的平均流场信
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息对该数据驱动方法进行了 测试 。 Ｙｅ 等 ［
２
］提出 了

一

种基于圆柱绕流尾流速度场预测圆柱周

围压力系数的数据驱动方法 ， 学习结果表明 ， 卷积神经网络和传递学习在流体力学中具有

积极的应用前景 。 Ｊｉｎ 等 ［

３
］提出 了

一

种基于数据驱动 的圆柱周围速度场预测模型 ， 该模型采

用融合卷积神经网络 （
ＣＮＮｓ

）通过不同雷诺数下的 圆柱表面压力场分布对其周 围速度场进

行预测 。 Ｈｕａｎｇ 等
［
４

］建立 了ＢＰ神经网络预测模型 ， 该模型通过输入雷诺数、 马赫数等对二

维翼型的升阻力系数进行了预测 。 Ｗａｌ ｌａｃｈ 和 Ｓａｎｔｏｓ 等 ［
５４

］建立了神经网络预测模型 ， 通过

输入雷诺数 、 马赫数及翼型几何形状等对翼型的气动参数进行了预测 。 陈海等
［
７

］

建立了基

于深度学习的翼型气动系数预测模型 ， 该数据驱动方法在给定迎角 、 雷诺数及马赫数情况

下 ， 通过输入翼型图像对翼型气动参数进行预测 。

目 前基于深度学习的流体力学研宄主要用于圆柱绕流流场特征识别 、 机翼绕流场建模

及机翼气动系数预测等 ， 而对于强非定常多相流场识别的研究相对较少 。 张伟伟等 ［
８４

］在标

准 ＲＢＦ 神经网络的基础上引入了输出反馈 ， 得到 了基于递归 ＲＢＦ 神经网络的非线性 、 非

定常气动力模型 ， 准确表达 了气动力非定常特性 。 １＾（１１１〇１＾ 等 ［

１ （
）
］将 ＰＯＤ 法和递归 ＲＢＦ 神

经网络模型进行了组合 ， 在 ＰＯＤ 降维后的低维空间建立 了动态非线性系统识别模型。 Ｍｉ

等
［
１ Ｍ２

］在电流探针信号基础上 ， 利用神经网络对竖直槽道 内的两相流进行了识别研究 。 苏

永生等
［

１ ３
］基于振动和噪声信号 ， 利用 ＢＰ 神经网络和径 向基神经网络对喷水推进泵的空化

流态进行了识别研宄 。 Ｇｉｏｒｇ ｉ 等 ［
１４

］利用神经网络在得到孔 口后空化流场压力脉动信号等后

有效提取了不 同温度不 同空化状态下的频带特征 。 曹玉 良等 ［

１５
１提 出 了

一种基于深度学习 的

离心泵空化状态识别方法 ， 基于 自动编码器构建了深度学 习网络 ， 对离心泵的 ４ 类空化状

态进行 了分类识别 。 己有的研究中关于空化状态识别的特征分析 、 算法的精度和可靠性还

有待提高 ， 因此 ， 如何高效进行空化流场识别 ， 仍是当前空化研宄的难点 问题 。

为了充分研宄空化水翼流场特征及其水动力特性并提高计算效率 ， 本文提出 了
一

种卷

积神经网络方法对空化水翼表面的压力系数进行预测 。 文中 以二维 ＮＡＣＡ００ １ ５ 水翼云空化

流场为研究对象 ， 通过 ＣＦＤ 计算得到了４ 种不同空化状态下的翼型速度场等数据信息 ； 建

立 了卷积神经网络预测模型 ， 通过对输入 的尾流速度 ［／、 空泡体积分数 《 及密度 等进行

提取与分类 ， 预测 了空化水翼表面的压力系数

２ＣＮＮ 基本原理

作为神经网络领域的
一

个重要分支 ， ＣＮＮ 是
一

种监督学习型 的算法 ， 通过数据卷积

采样以及反向权值运算 ， 可 以解决大量实际识别问题 ， 具有优秀的非线性分类能力 。 因此 ，

通过构建 ＣＮＮ 模型作为流场特征识别方法 ， 选取典型流场特征数据标注特征样本数据集 ，

并对 ＣＮＮ 模型进行训练学习 ， 理论上可以取得对流场典型特征的较好识别效果 。
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２
． １ＣＮＮ 基本结构

典型的 ＣＮＮ 模型 由输入层 、 卷积层 、 池化层 、 全连接层和输出层组成 ， 根据具体 问

题的不 同 ， ＣＮＮ 可能会有多个卷积层和池化层交替 出现 ， 并含有多个全连接层 。

Ｕ ） 输入层 （ ＩｎｐｕｔＬａｙｅｒ ） 。 该层主要是对原始 图像数据进行预处理 ， 还需要对图像

数据进行归
一

化和去均值处理 ， 以减少各维度数据取值范围 的差异而带来的干扰并降低输

入的冗余性 。

（ ２ ） 卷积层 （ Ｃｏｎｖｏｌｕｔｉｏｎａｌ Ｌａｙｅ
ｒ ） 。 该层是 ＣＮＮ 的核心组成部分 ， 通过不同 的卷积

核获取 图像 的不同特征 。

卷积神经网络之所以能解决非线性 问题 ， 本质上是激活函 数 （Ａｃｔｉｖａｔ ｉｏｎ ｆｕｎｃ ｔｉｏｎ ） 加

入了非线性 因素 ， 弥补了 线性模型的表达力 ， 把
“

激活的神经元的特征
”

通过函数保留并

映射到下
一

层 。 ＣＮＮ 常用 的激活函数有 Ｓ ｉｇｍｏｄ 、 Ｔａｎｈ 、 Ｒｅ ｌｕ 和 Ｓｏｆｔ

ｐ ｌｕｓ 等函数 ， 而 Ｒｅ ｌｕ

函数可 以通过简单 的阈值化的激活来实现参数稀疏化 ，
比传统的饱和非线性函数有更快的

收敛速度 。 因此 ， Ｒｅ ｌｕ 函数是 目 前最受欢迎的激活函数 。

（３ ） 池化层 （Ｐｏｏ
ｌ ｉ
ｎ
ｇ
Ｌａｙｅ ｒ ） 。 池化层主要用于特征降维 ， 压缩数据和参数的数量 ，

去除冗余信息并减小过拟合 ， 同 时提高模型的容错性 。 网络在训练过程 中通常可 以 引 入

Ｄ ｒｏｐｏｕ ｔ 操作 ， 来随机删除神经网络中的部分神经元 ， 防止训练数据过拟合 。

（ ４ ） 全连接层 （ Ｆｕｌ ｌｙ
－

ｃｏｎｎｅｃｔｅｄ ） 。 全连接层中 的每个神经元预期前
一

层 的所有神经

元进行全连接 ， 主要作用是对信息进行分类 ， 可 以整合卷积层或者池化层 中具有类别 区分

性的局部信息 。

２ ．２ＣＮＮ 训练过程

卷积神经网络的训练过程分为两个阶段 ： 前向传播阶段 ， 即数据从低层次 向高层次传

播 ；
误差反向传播阶段 ， 即当前 向传播得出的结果与预期不相符时 ， 将误差从高层次向底

层次进行传播训练 。 训练过程如图 ２ 所示 。

在前向传播阶段 ， 输入的图 形数据经过多层卷积层的卷积和池化处理 ， 将提取 的特征

向量传入全连接层 ， 构建神经网 络模型 ， 最后通过输 出层得出分类识别的结果 。 当 ＣＮＮ 输

出 的结果与预期值不符时 ， 则进行误差反 向传播计算 。 求出结果与预期值的误差 ， 再将误

差逐层返回 ， 计算 出每
一

层的误差 ， 然后进行权值更新 ， 该阶段 的主要 目 的是通过训练样

本和预期值来调整网络权值 。
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［

ＣＮＮ Ｗｆｅｔｔ．

］

图 ２ＣＮＮ 的训练过程

３ 空化水翼压力系数预测模型

３ ． １ 二维水翼空化流算例

选取二维水翼 ＮＡＣＡＯ Ｏ １ ５ 云空化流场为研究对象 ， 采用入 口速度 ｆ／
＝

８ｍ／ｓ 、攻角 ａ＝７
°

、

ＬＥＳ 湍流模型对不同空化数 ０＝０ ．８ 、 １
．

１ 、
１

．４ 及 １
． ７ 下水翼云空化流动进行数值模拟 ， 得到

了水翼表面压力系数 （＾ 、 空化水翼尾流速度 ［／、 空泡体积分数 ａ 及空泡密度 ｐ 等 。

文中 ＣＮＮ 的输入数据来源于空化水翼数值计算结果 ， 将其中三个空化数下得到的结

果作为训练数据 ， 另
一

个空化数下的结果作为测试数据 。 该数据驱动方法将空化水翼尾流

６７ Ｘ ５ １ 点阵上速度 ［／、 速度与空泡体积分数 ［／
＿

￡（ 、 速度与密度 比 （ 空泡密度与水的密度比

值 ） ＾
＊作为输入 ， 取水翼表面 ３７ 个点的压 ；＾系数 作为输 出 ， 用卷积神经网络进行拟

合 。 流场中尾流插值区域如图 ３ 所示 。

图 ３ 二维空化水翼尾流 ６７
ｘ
５ １ 点阵上的速度分布

３ ．２ＣＮＮ 结构设计

卷积神经网络训练模型流程图如图 ４ 所示 ， 网络训练过程使用 Ｒ ｅＬＵ 函数作为激活函

数 ， 其函数计算公式为 ｆ〇〇
＝

ｍａｘ
（；

０
，
ｘ
）

。

损失函数是
一

个非负实值函数 ， 它反映了 预测值与真值之间 的偏差 ［
１ ６

］
， 损失 函数值

越少 ， 模型的鲁棒性越好 。 ＣＮＮ 训练过程中 的损失函数选取均方根误差函数 ＲＭ ＳＥ 。

－
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＃巾 ’

ｒｍｓｅ 
＝

Ｊｅ
ｄ

 ｛

ｙ
，

－

ｙ
）

２

－
￣

ｙｙ 力网络 值 ’￥力 ＣＦＤ ｉｔ算值 。

因此 ， 可将训练过程转化为
一

个无约束优化问题 ， 找出使损失函数最小值的适当变量。

梯度下 降法是获得最优值的基本方法 ， 其 中 Ａｄａｍ 算法是随机梯度下降算法的扩展式 ， 它

能基于训练数据迭代地更新神经 网络权重 。

图 ４ＣＮＮ 的训练模型流程 图

（

“

Ｃｏｎｖ
”

是卷积层 ；

“

ＲｅＬＵ
”

是激活函数 ；

“

Ｐｏ ｏｌ ｉｎｇ

”

是池化层 ；

“

Ｄ ｅｎｓｅ
”

是全连接层 ）

训练模型 中的相关参数如表 １ 所示 ：

表 １ＣＮＮ 中的相 关参数

Ｌａｙｅｒ（
ｔｙｐ ｅ

） Ｏｕｔｐ ｕｔＳｈａｐｅ Ｐ ａｒａｍｅ ｔｅｒｓ

ｃｏｎｖ２ ｄ
＿

ｌ
（Ｃｏｎｖ２Ｄ ） （

６５
，
４９

，
１６

）
３ ０４

ａｃｔ ｉ
ｖａｔｉ ｏｎ

—

１

ｍａｘ
＿ｐ

ｏｏｌ ｉｎｇ２ｄ＿ｌ （３ ２
，

２４
，

１ ６ ）

ｃｏｎｖ２ｄ
＿

２ （Ｃｏｎｖ２Ｄ） （３ ０，
２２

，
３２ ）

４６４０

ａｃ ｔｉｖａｔ ｉｏｎ
—

２

ｆｌａｔｔｅｎ」 ２ １
１ ２０

ｄｅｎ ｓ ｅ
—

１ １２ ８ ２７０３４８ ８

ａ ｃ ｔｉｖａｔ ｉｏｎ
＿

３

ｄｅｎ ｓ ｅ
＿

２ ３７ ４７７ ３

４ 结果分析

４ ． １ 时间相位差对预测结果的影响

为 了研究时间相位差对预测结果 的影响 ， 本文分 别对 同
一

时刻 的模型 模型

－
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ｃ：
ｐ

－

ｃ／
＿

ａ 以及考虑时 间相位差Ａｔ 时的模型 Ｃ
ｐ

－

Ｃ／
＇

、 模型 Ｃ
ｐ

－

ｔ／ｊ进行 了预测 ， 得到的均方根误

差如表 ２ 所示 。

其中 ， 时间相位差 Ａｔ
＝Ｌ／？ ，Ｌ 是水翼前端到尾流插值 区域的距离 ， 《 是流场速度 。

由表 ２ 中的结果可以看出 ， 在考虑时间相位差的情况下 ， 该数据驱动方法对模型的预

测结果相对较好 。

表 ２ 时间相位差对预测结果的影响

ｃ
ｐ

－ｕ ｃ
ｐ

－ｕ
，

Ｃ
Ｐ
－Ｕ
＿

ａ Ｃ
ｐ

－Ｕ
一

ａ
，

０．８ ０ ． １ ８５ ７ ０ ． １ １ １７ ０ ． １ ５４ １ ０ ． １ ０ ８８

１ ． １ ０ ．２ ０２８ ０ ． １ ０ １ ９ ０ ． １２８ ７ ０ ．

１ １０６

１ ．４ ０ ．

１ ５０２ ０ ． １ ０７９ ０ ． １４２７ ０ ． １３ １ ６

１ ．７ ０ ． ２４ １ ７ ０ ． ２４ ８５ ０ ．２６６ １ ０ ．２ １ ２ １

４ ．２ 模型 Ｃ
ｐ

－

ｆ／预测结果

对模型 的预测过程是分别将数值计算得到的其中 ３ 种不同空化数下水翼云空化尾

流速度 ｆ／作为训练数据 ， 另外 １ 种空化数下的水翼云空化尾流速度 ｔ／作为测试数据 ， 通过

卷积神经网络对水翼表面压力系数 进行预测 。

训练过程中 ， 每批样本的均方根误差 （ ＲＭＳＥ ） 随循环次数的变化曲线如 图 ５ 所示 。

图 ５ 模型 Ｇ
－

ｔ／训练过程 中均方根误差变化曲线

为 了便于观察 ， 图 ５ 给出 了５ ０ 次循环内 的 ＲＭＳＥ 变化情况 。 从图 中可 以看出 ， 经过

５０ 次循环后 ，
ＲＭＳＥ 己下降到 ０ ．

２ 以下 ， 并且还有继续下降的趋势 。

分别对 ４ 种不同 空化数下尾流 ｔ／ 的计算结果进行训练 ， 得到了水翼表面压力系数

的预测结果与数值计算结果对比 ， 如图 ６ 所示 （其 中 ， 图 ６（ ａ ） 是将空化数 １ ． １ 、 １ ．４ 和 １ ． ７

得到的水翼云空化尾流速度 ？７ 作为训练数据 ， 空化数 ０． ８ 得到的水翼云空化尾流速度 Ｕ 作

为测试数据 ， 通过卷积神经 网络进行预测得到水翼表面压力系数 Ｃ
ｐ
的模型预测结果与 ＣＦＤ

数值计算结果的对比 ） 。

－

８０ １
－
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（ ａ ）〇
＝

０ ． ８预测 （ ｂ ）〇
＝

１
．

１预测

（ ｃ ）〇
＝

１
．４ 预测 （ ｄ ）〇

＝

１
． ７预测

图 ６ 模型 预测结果与 ＣＦＤ 结果对 比

表 ３ 给出 了不 同空化数下模型预测结果均方根误差对比 。 由结果可以得出 ， 该 ＣＮＮ 的

预测方法对模型 Ｃ＞ｔ／ 预测具有较高精度 ， 并且空化数 １ ． １ 和 １ ．４ 下的 内插预测结果比空化

数 ０ ． ８ 和 １
．
７ 下的外插预测结果精度高 。



表 ３ 不同空化数预测结果误差对比


〇
＝

０ ．８〇
＝

１
．

１〇
＝

１ ．４〇
＝

１
．７

ｃ
ｐ

＿ｕ０．
１ １ １７０ ．

１ ０ １ ９０ ．
１ ０７９０ ．２４８ ５

４
． ３ 模型 预测结果

对模型 的预测过程是分别将数值计算得到的其中 ３种不同空化数下水翼云空化

尾流速度 ｔ／和空泡体积分数 《 作为训练数据 ， 另 外 １ 种空化数下的水翼云空化尾流速度 ｔ／

和空泡体积分数 ｃｔ 作为测试数据 ， 通过卷积神经网 络对水翼表面压力系数 进行预测 。

训练过程 中 ， 每批样本的均方根误差 （ ＲＭＳＥ ） 随循环次数的变化曲线如图 ７ 所示 。

－

８ ０２
－
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图 ７ 模型 £ ＞ ［／
＿

？ 训练过程中均方根误差变化曲 线

为 了便于观察 ， 图 ７ 给 出了５０ 次循环 内 的 ＲＭＳＥ 变化情况 。 从图 中可 以看出 ， 经过

５０ 次循环后 ， 采用 ０＝０ ．８ 和 ＜７
＝

１ ．７ 进行预测时 ， ＲＭＳＥ 己下降到 ０ ．
１ 以下 ， 并且还有继续下

降的趋势 。

Ｕ
＿

Ｖｃ －ｃａｖ ｉｔａ
ｔ

ｉｏ ｎｎｕｍｂｅ ｒ
： 。

．

８ ＵＶｃ
－ ｃ ａｖ ｉｔａ

ｔ ｌ

ｏｎ ｎｕｍｂ ｅｒ＝
ｌ ． ｌ

图 ８ 模型 预测结果 与 ＣＦＤ结果对 比

分别对 ４ 种不同空化数下的 计算结果进行训练 ， 得到了水翼表面压力系数的模型

预测结果与数值计算结果对比 ， 如图 ８ 所示 。 表 ４ 给出 了不 同空化数下模型预测结果误差

对比 。 由结果可 以得出 ， 该 ＣＮＮ 的预测方法对模型 预测结果 良好 ； 相较于模型

预测结果的均方根误差 ， 空化数 〇＝０ ． ８ 和 〇＝ １ ． ７ 下的均方根误差有所减小 。

－

８ ０３
－



第三十
一届全 国水动力学研讨会论文集

Ｃ
？
－Ｕｊｘ

表 ４ 不同空化数预测结果误差对比


〇
＝

０ ． ８〇
＝

１
．

１〇
＝

１
．４〇

＝

１
．７

０ ． １ ０８ ８０ ．

１ １
０６０ ．

１ ３ １
６０ ． ２

１
２ １

４ ．４ 模型 预测结果

对模型 的预测过程是分别将数值计算得到的其 中 ３ 种不同空化数下水翼云空

化尾流速度 和空泡密度与水密度 比值 作为训练数据 ， 另外 １ 种空化数下的水翼云空化

尾流速度 和空泡密度与水密度比值 ｐ
＊作为测试数据 ， 通过卷积神经网络对水翼表面压力

系数 Ｇ进行预测 。

训练过程 中 ， 每批样本的均方根误差 （ＲＭＳＥ ） 随循环次数的变化曲线如图 ９ 所示 。

图 ９ 模型 训练过程中均方根误差变化 曲线

为了便于观察 ， 图 ９ 给出 了５０ 次循环 内 的 ＲＭＳＥ 变化情况 。 从图中可 以看 出 ， 经过

５０ 次循环后 ， 采用 ０＝０ ．８ 和 ０＝ １
． ７ 进行预测时 ， ＲＭＳＥ 己下降到 ０ ．

１ 以下 ， 并且还有继续下

降的趋势 。

表 ５ 不同空化数预测结果误差对比


〇
＝

０ ． ８〇
＝

１ ．
１〇

＝

１ ．４〇
＝

１
．７

ｃ
ｐ

－Ｕ
－Ｐ

＊

０ ．

１
０８５０ ． １２ １ ９０ ．

１ １ １００．２ １ ３２

分别对 ４ 种不同 空化数下的 ｔ／ｊ
＊计算结果进行训练 ， 得到 了水翼表面压力系数的模型

预测结果与数值计算结果对比 ， 如图 １ ０ 所示 。 表 ５ 给 出 了不同空化数下模型预测结果误差

对 比 。 由结果可以得出 ， 该 ＣＮＮ 的预测方法对模型 预测结果 良好 ； 相较于模型

预测结果的均方根误差 ， 空化数 〇＝０ ．８ 和 〇
＝

１
．
７ 下的均方根误差有所减小 。

－

８ ０４
－
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ＵＲ ｈ ｏｌ － ｃ ａｖ ｉｔａ ｔ
ｉ

ｏｎ ｎ ｕｍｂｅ ｒ
＝０ ． ８ Ｕ

＿

Ｒｈｏ ｌ － ｃａ ｖ
ｉ

ｔａｔ ｔ ｏｎｎｕｍｂｅ ｒ
＝

ｌ ． ｌ

ｐ ｒ
ｅｄ ｉ

ｃ
ｔ 

ｒｅｓｕ ｌｔ


ｐ ｒｅｄ ｉｃｔ  ｒ
ｅ
ｓｕ ｌ ｔ

？ｃｆｄ ｒｅｓ ｕｌ
ｔ ？ｃ ｆｄ ｒｅｓ ｕ ｌ

ｔ

ｔ
ｉ ｍｅ ＝１ ． ３５ ００

Ｉ
２

ｊ
ｉ

ｔ
ｉｍｅ － １． ３ ５００

８１

１

。

＼



̄

－

２

（ ａ ）０
＝

０ ．８预测

Ｕ
＿

Ｒ ｈｏ１ － ｃａｖ ｉ ｔａ ｔ
ｉ ｏｎ  ｎｕｍｂｅ ｒ

＝

〇 〇 １０

（ ｂ ）ａ
＝

Ｌ ｌ预测

Ｕ
＿

Ｒ ｈｏｌ － ｃ ａｖ ｉｔａｔ ｉｏｎ ｎｕ ｍｂ ｅｒ＝ １ ７

（ ｄ ）０
＝

１
．７预测

图 １０ 模型 预测结果与 ＣＦＤ 结果对 比

５ 结论

基于卷积神经网络提出 了
一

种能够有效识别水翼空化流场的方法 ， 构建了 空化水翼表

面压力分布的完整模型 ， 并将模型预测结果与 Ｃ ＦＤ 数值模拟结果进行了对 比分析 ， 得到了

以下结论 ：

（ １ ） 该卷积神经网络对 ３ 种模型的预测结果都有较高的精度 ， 且 ３ 种模型对于 空化数

０． ８ 、 Ｕ 和 １ ．４ 预测结果的均方根误差都比空化数 １
．７ 时的小 ；

（ ２ ） 模型 对空化数 １
．
１ 和 １

．
４ 下预测结果的均方根误差比空化数 ０ ．８ 和 １ ．７ 时的

小 ， 且模型 和 对空化数 １ ．
１ 和 １ ．４ 下预测结果的均方根误差相较于模型 Ｃ

ｐ

－

Ｃ７

时的有所增大 ， 而对于空化数 ０ ． ８ 和 １
． ７ 时的均方根误差有所减小 ；

（ ３ ） 在增加时间相位差的情况下 ， 该卷积神经网络在 ４ 种不 同空化数下对 ３ 种模型预

测结果的均方根误差都有所减小 ， 提高 了对空化流场识别的精确度 。

－

８０ ５
－
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