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基于卷积神经网络的深度学习流场特征
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摘　要：深度学习架构的出色性能使得机器学习在流体力学中的应用得到新的发展，可以应对流 体 力 学 中 诸 多 问 题 和

需求。卷积神经网络（ＣＮＮ）强大的非线性映射能力以及分层提取信息特征的功能，使其成为当下流场特征研究不容忽

视的工具。围绕这一研究前沿与热点问题，概述和归纳了这一研究领域的进展与成果。首先，对深度学习在流体力学中

的发展以及卷积神经网络进行了简单的回顾。然后，从卷积神经网络能够识别特征出发，先后介绍了基于卷积的深度学

习特征识别在流场预测、流动外形优化、流场可视化精度提升和生成对抗等应用方面的研 究 进 展。最 后，对 深 度 学 习 在

流场识别领域的应用进行了展望，为后续的研究提供参考。
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　　特征识别作为一类通用的数学物理问题，由

于自身的复杂性，一直是一个需要解决的热点问

题。其 中，降 阶 模 型 （Ｒｅｄｕｃｅｄ　Ｏｒｄｅｒ　Ｍｏｄｅｌｓ，

ＲＯＭ）作为一种 特 征 识 别 方 法，已 被 证 明 是 减 少

完 整 动 力 学 系 统 的 复 杂 性 和 大 尺 寸 的 强 大 工

具［１］。在流 体 力 学 领 域，本 征 正 交 分 解（Ｐｒｏｐｅｒ

Ｏｒｔｈｏｇｏｎａｌ　Ｄｅｃｏｍｐｏｓｉｔｉｏｎ，ＰＯＤ）方 法 作 为 一 种

基于模态分析的典型降阶方法，能够针对流场的

识别问题捕获不同的流动特征［２］。Ｂｅｒｋｏｏｚ等［３］

开始将ＰＯＤ方 法 用 于 湍 流 中，Ｒａｖｉｎｄｒａｎ［４］提 出

了 使 用 ＰＯＤ 降 阶 的 方 法 进 行 流 动 控 制。Ｗｕ
等［５］构建了基于ＰＯＤ方法的外形优 化 方 法。除

了ＰＯＤ等模态分解的降阶模型方法以外，针对涡

旋辨识，Ｄｕｂｉｅｆ和 Ｄｅｌｃａｙｒｅ［６］提 出 基 于 Ｑ２不 变

量的Ｑ准则能够显示出很好的相干涡旋，Ｘｉｏｎｇ
和Ｙａｎｇ［７］提出了涡面场构 造 算 法。这 些 传 统 方

法均取得了一定的成果。

随着计算机和大数据领域的发展，近 年 来 深

度学习在语音识别［８］、图像识别［９－１２］、自然语言处

理［１３］、自动驾 驶［１４］等 方 面 的 应 用 有 了 飞 速 的 发

展。这种背景下，流体力学领域也逐步开始了一

些深度学习应用的尝试。早期主要是一些关于湍

流中雷诺应力闭合模型的尝试，Ｔｒａｃｅｙ等［１５］利用

单隐层的神经网络拟合雷诺平均纳维－斯托克斯

（Ｒｅｙｎｏｌｄｓ　Ａｖｅｒａｇｅｄ　Ｎａｖｉｅｒ－Ｓｔｏｋｅｓ，ＲＡＮＳ）湍流

模型；Ｌｉｎｇ等［１６］提出使用嵌入伽利略不变性的多

层网络预测雷诺应力 张 量；Ｗａｎｇ等［１７］从 高 保 真

直接数值 模 拟（ＤＮＳ）数 据 中 基 于 机 器 学 习 方 法



航　空　学　报

５２４７３６－２　　　　

重建了ＲＡＮＳ模拟的雷诺应力中的差异；这些在

高保真数据驱动下借助神经网络对雷诺应力进行

建模的 方 法 提 高 了 原 始 模 型 的 精 度［１５－１８］。湍 流

建模中成果的积累也启发了流体力学中其他问题

和深度学习结合的尝试，包括降阶建模、实验数据

处理、形状优化［１９－２０］和控制等［２１］。这些问题也可

根据 算 法 进 行 分 类，例 如 以 长 短 期 记 忆 网 络

（Ｌｏｎｇ　Ｓｈｏｒｔ－Ｔｅｒｍ　Ｍｅｍｏｒｙ，ＬＳＴＭ）为代表的循

环神经 网 络（Ｒｅｃｕｒｒｅｎｔ　Ｎｅｕｒａｌ　Ｎｅｔｗｏｒｋ，ＲＮＮ）
的时序模型在结构的动态响应［２２］，流体流动的时

间演化［２３］等。
流场识别作为流体力学一个专门研 究 问 题，

近年来也在理论验证、建模、优化等应用上和深度

学习结合。以卷 积 神 经 网 络（ＣＮＮ）为 首 的 深 度

学习网络模型能够对流场进行较好的特征识别与

降维操作。降维后的特征在能够进行量化和可视

的同时，也经常被用于预测和优化最佳设计等问

题中。需要大量仿真来分析模型参数的原始问题

经过了特征识别和降维操作后能够在极大地提高

计算效率的同时保持一定的精度。此外，对于生

成类问题应用而言，生成模型的输入采用的是特

征信息。例如，以Ｕ－ｎｅｔ为代表的网络结构中，原
始输入经过多层卷积后得到的特征同时作为生成

模型的输入信息，而并非简单的数据下采样。这

种基于流场特征的生成类模型为分辨率提升等应

用提供了依据。含有卷积神经网络的流场识别模

型在不同类型的应用中均起到了关键的作用，在

计算量和精度方面体现了巨大的优势。

１　卷积神经网络

深度学习的发展带来了神经网络种类的不断

提升，其中卷积神经网络是一类适合对网格数据

进行处理的算法［２４］，目前已经很成熟地应用在图

像识别等领域。卷积神经网络主要是由卷积层和

其他连接层构成，其中卷积是一种加权平均的数

学运算，权重函数为ｗ的表达式通常表示为

ｓ（ｔ）＝ （ｘ＊ｗ）（ｔ） （１）
式中：卷 积 中 的 函 数ｘ通 常 被 称 为 输 入；函 数ｗ
被称为核函数。在实际操作中，考虑到离散项以

及 用 于 二 维 卷 积 运 算 的 二 维 核，该 表 达 式 可 以

写为

ｓ［ｉ，ｊ］＝ （Ｉ＊Ｋ）（ｉ，ｊ）＝

　　∑ｍ∑ｎＩ［ｍ，ｎ］Ｋ［ｉ－ｍ，ｊ－ｎ］ （２）

式中：Ｉ为二维图像输入；Ｋ 为二维的核。
对于传统全连接网络，每一个输出单 元 都 与

输入单元通过参数形成交互，而对于卷积神经网

络，由于核（Ｋｅｒｎｅｌ）大小远小于输入大小，因此带

来了卷积神经网络中稀疏连接和参数共享两项改

进。等变表示则是通过池化层（Ｐｏｏｌｉｎｇ　Ｌａｙｅｒ）实
现系统的另一项效率改进。池化操作使网络的输

出被相邻输出的总体统计特征所代替，例如最大

池化（Ｍａｘｐｏｏｌｉｎｇ）操 作 提 供 了 目 标 位 置 范 围 内

的最大值。
基本卷积层以不同的规模和方式相 连 接，发

展出 了 许 多 不 同 的 经 典 网 络 模 型，例 如 Ａｌｅｘ－
Ｎｅｔ［９］、ＧｏｏｇＬｅＮｅｔ［１０］、ＶＧＧ［１１］、Ｒｅｓｎｅｔ［１２］等。除

了网络本身的架构以外，训练时的梯度下降等方

法以及超参数的选取也对模型结果有着重要的影

响［２５］。这里对上述网络细节不做过多关注，只从

网络层基础类别的角度进行分类讨论。
如图１所示，文中所涉及的网络都是 由 卷 积

模块和不同的后续网络结构构成的。在上述及后

续的讨论中可以明确卷积层在整体网络中起到特

征识别的作用。流场信息经过卷积层的卷积操作

得到流场特征，因此对于含有卷积网络的结构模

型，可认为是带有与特征识别相关的部分。不同

通路之间的区别来自后续网络层对提取出特征信

息的 处 理，因 此 网 络 划 分 成 以 下３个 主 要 结 构：

① 流场提取出的单个或多个并列信息，认为是所

提取出的特征降阶；② 特征和所关心的流场信息

通过网络联系，形成映射，达到通过流场对关心量

图１　基于卷积模块特征识别的各类网络结构

Ｆｉｇ．１　Ａｒｃｈｉｔｅｃｔｕｒｅ　ｏｆ　ｄｉｆｆｅｒｅｎｔ　ｎｅｔｗｏｒｋｓ　ｂａｓｅｄ　ｏｎ

ｃｏｎｖｏｌｕｔｉｏｎａｌ　ｍｏｄｅｌ　ｆｏｒ　ｆｅａｔｕｒｅ　ｄｅｔｅｃｔｉｏｎ
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的预测；③ 借助Ｕ－ｎｅｔ等网络结构先对特征进行

提取，但与此同时更关注将网络从低分辨率映射

产生高分辨率的输出部分，是一类生成类的问题。
以上这些 问 题 中 卷 积 层 都 起 到 了 非 常 重 要 的 作

用，不同的网络结构使得对卷积提取的特征的扩

展研究十分全面。
根据上述对网络结构的分类讨论，下 文 分 别

从不同的网络结构对流体力学中包含特征识别模

块的３类问题进行介绍。第２节介绍了流场识别

问题中作为基础的特征识别和降阶模型的构建；
第３节介绍了以一维流场特征量为代表的流动预

测和优化类问题；第４节概述了目标为高维数据

的流场数据的生成类问题；第５节对本文进行了

总结，对重点问题进行了进一步的思考与讨论，同
时提出了对未来研究的展望。

２　特征识别与降阶

在流体力学中，特征识别是受到广泛 关 注 的

一类问题。现有的特征识别方法主要是通过局部

场数值的识别，这些方法存在一定的局限性，以Ｑ
准则为例，其识别结果受主观阈值影响较大。

除了上述传统方法，近年来流场特征 识 别 研

究也开始 出 现 部 分 基 于 深 度 学 习 的 方 法。Ｌｉｕ
等［２６］使用了一种 基 于ＣＮＮ的 激 波 检 测 方 法，使

得最终的网络能够找到激波位置。该方法与之前

Ｌｏｖｅｌｙ和 Ｈａｉｍｅｓ［２７］未使用深度学习算法的工作

相比，在 计 算 时 间 上 有 了 较 大 的 提 升。Ｚｈａｎｇ
等［２８］基于ＣＮＮ实现了具有快速响应的瞬态流动

状态识别，可以立即识别出分离流等区域，识别精

度高达９４％。魏晓良等［２９］提出了一种基于ＣＮＮ
提取特征结 合ＬＳＴＭ 学 习 时 序 信 息 的 空 化 识 别

方法，准 确 率 高 达９９．５％。Ｓｔｒｏｆｅｒ等［３０］提 出 了

一种基 于Ｒ－ＣＮＮ的 流 场 识 别 特 征 方 法，通 过 流

场中对网络的训练，在二维流动中的回流区域和

边界层，和三维流动中马蹄涡的识别上都得到了

成功的应用（图２）。这种数据驱动的特征识别方

法能够很好地利用其泛化能力，相较于基于给定

物理准则的识别方法而言能够更好地检测出未知

特征。可以认为，基于深度学习的特征识别方法

在精度和时间层面上都存在一定的优势。
深度学习方法在流场识别问题上能够有成功

的表现归因于深度学习能够正确地对流场进行特

图２　训练算例和结果［３０］

Ｆｉｇ．２　Ｔｒａｉｎｉｎｇ　ｃａｓｅｓ　ａｎｄ　ｒｅｓｕｌｔｓ［３０］

征提取。流场特征识别作为一种降阶方式，一直

是流体力学中关注的问题，多年来已经进行了一

定的研究。目前应用于流场特征的降阶方法除了

以Ｖｏｌｔｅｒｒａ级 数 模 型［３１］和 ＡＲＭＡ模 型［３２］为 例

的基于信号的降阶方法外，基于流场特征模态的

ＰＯＤ也是主要的降阶策略［３３］。ＰＯＤ方法在翼型

流场等方面有着丰富的应用［３４－３６］，也有着一系 列

的扩展和新颖的降阶策略，被许多案例证明是一

类成熟的方法。
由于ＰＯＤ在降阶方法中的出色表现，一些流

场识别问题中考虑到使用以ＰＯＤ为代表的模态

分解与基于深度学习的回归分析相结合的方法。

Ｌｉｕ和 Ｗｏｌｆ［３７］提出了通过ＰＯＤ的流动模态分解

以及深度 前 馈 神 经 网 络（Ｄｅｅｐ　ｆｅｅｄｆｏｒｗａｒｄ　Ｎｅｕ－
ｒａｌ　Ｎｅｔｗｏｒｋ，ＤＮＮ）进 行 的 回 归 分 析 方 法，这 种

适用于不稳定可压缩流动ＲＯＭ 的构造方法证明

了深度学习参与构造ＲＯＭ 的鲁棒性。Ｗｕ等［３８］

同样通过正交分解生成流场的基函数作为流场的

低维特征，而作为卷积神经网络的变体之一的时

间卷积网络（ＴＣＮ）用 于 对 低 维 特 征 进 行 时 间 序

列建模，这种模型简化方法在圆柱绕流的算例中

的计算时间相较于传统数值模拟减少了３个数量

级，证 明 了 该 方 法 的 高 效 性。Ｍｉｙａｎａｗａｌａ和

Ｊａｉｍａｎ［３９］同样用 正 交 分 解 技 术 将 数 据 投 影 到 低

维的空 间 后，利 用ＣＮＮ中 带 有 非 线 性 激 活 的 线

性卷积层自动提取低维的特征的优势，预测下一

时间步下流场ＰＯＤ的时间系数，证明了该类方法

在长期流场预测的稳定性。可以认为，深度学习

网络的参与使得原始方法中鲁棒性、高效性和稳

定性得到了提升。
上述降维和动力学相结合的方法虽然涉及了

深度学习的使用，但更多的是利用了深度学习算

法回归分析的能力，流场的低维表示则是由ＰＯＤ
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等传统方法完成。从深度学习自身的角度出发，
以ＣＮＮ为首的神经网络本身已经是一类能够进

行图像识别的算法，本文不满足于借助传统方法

的处理而是思考单独的深度学习方法是否也能达

到特征识别的效果。

Ｒｅｎｇａｎａｔｈａｎ等［４０］采 用 深 度 神 经 网 络 构 造

了降阶模型，这种方法能够以更小的计算代价达

到相同的精度，这也是使用神经网络降阶的重要

特点。注意到文中采用的方法是带物理约束的，
不过更多情况下早期深度学习方法利用的是数据

驱动思想。Ｗａｎｇ等［４１］使用神经网络构建了对细

网格到粗网格解的特征的映射，多层神经网络利

用 激 活 函 数 识 别 并 选 择 最 重 要 的 多 尺 度 特 征。

Ｐａｗａｒ等［４２］提出 了 一 种 数 据 驱 动 下 的 流 体 降 阶

建模框架，结 果 表 明 基 于ＤＮＮ的 模 型 能 够 较 好

地数值预测动态系统的演化，同时也提出了对于

复杂流动的降阶建模的思考。由于作为模型识别

阶段的ＰＯＤ可以类比浅层自动编码器，所以深度

神经网络在不依靠ＰＯＤ进行前处理的情况下依

然能够提供高维数据的简单表 示。ＤＮＮ也 可 以

从ｓｎａｐｈｓｏｔ数 据 中 学 习 潜 在 的 低 维 流 形［４３］。

Ｈａｎ等［４４］将深度学习技术用于流线的特征学习。
基于编码解码网络提出 的ＦｌｏｗＮｅｔ，能 够 学 习 到

流线和流面的潜在特征。
含有编码解码的基础自动编码器是由全连接

网络构成的。在上述的工作中虽然被证明具有一

定的特征识别能力，但对于复杂数据而言，一维的

全连接层不能发挥出较好的作用。因此，在网络

结构中引入卷积层能够使网络更好地学习到数据

的复杂表示，同时卷积网络自身的参数共享的特

点也能够使得网络需要学习的参数减少。Ｏｍａｔａ
和Ｓｈｉｒａｙａｍａ［４５］提出了一种流场空间结构的低维

特征表示方法，使得非定常流动在特征空间可视

化。Ｆｏｎｄａ等［４６］将 Ｒａｙｌｅｉｇｈ－Ｂｅｒｎａｒｄ对 流 中 的

数据通过Ｕ－ｎｅｔ将数据压缩了５个数量级。Ｌｏｒｅ
等［４７］证明了堆 栈 卷 积 自 动 编 码 器 能 够 为 动 态 网

络 提 供 较 ＬＳＴＭ 网 络 更 好 的 分 布。Ｋｉｍ 和

Ｇüｎｔｈｅｒ［４８］利用卷积神经网络进行了过滤和特征

提取两个步骤，显示了深度学习在预处理和特征

提取两个方面组合中的巨大潜力。从另一个角度

考虑，对 于 深 层ＤＮＮ而 言，用 于 类 比ＰＯＤ的 浅

层编码和回归分析从网络结构上难以区分，而卷

积神经网络除了参数上的特点以外，另一个因素

更是卷积算子（过滤器）在算法上能进行特征提取

的优势。
对于ＣＮＮ能 够 进 行 特 征 提 取 的 过 程，图 像

识 别 领 域 从 卷 积 过 程 可 视 化 的 角 度 给 出 了 说

明［４９］，认为 训 练 过 程 中 特 征 能 够 对 特 定 特 征 图

（Ｆｅａｔｕｒｅ　Ｍａｐ）进行激活。此外，从流体力学角度

同样给出了对ＣＮＮ特征降阶结果十分巧妙的理

解方式。Ｍｕｒａｔａ［５０］提 出 了 使 用 卷 积 神 经 网 络 对

流场进行分解，并且把分解的结果和ＰＯＤ算法进

行对比，发现经过卷积网络分解的流场包含多个

ＰＯＤ模态中的正交基（图３）。同时，模式分解卷

积神经网络（ＭＤ－ＣＮＮ－ＡＥ）中由于非线性激活函

数 的 使 用，使 得 ＭＤ－ＣＮＮ－ＡＥ 的 重 构 误 差 比

ＰＯＤ低。因 此 认 为 带 有ＣＮＮ 的 分 解 比 标 准 的

ＰＯＤ算法具有更低维度的特征提取能力，同时在

可解释性上也得到了一定的验证。

图３　ＰＯＤ、ＭＤ－ＣＮＮ－Ｌｉｎｅａｒ和 ＭＤ－ＣＮＮ－ｔａｎｈ
分解的流场［５０］

Ｆｉｇ．３　Ｄｅｃｏｍｐｏｓｅｄ　ｆｌｏｗ　ｆｉｅｌｄｓ　ｗｉｔｈ　ＰＯＤ，ＭＤ－ＣＮＮ－

Ｌｉｎｅａｒ，ａｎｄ　ＭＤ－ＣＮＮ－ｔａｎｈ［５０］

３　流场预测与优化

流场经过卷积提取出特征之后，一个 重 要 的

关于特征的深层次运用是将其和流场一维关心量

相联系，例如从流场速度场中卷积得到的信息与

流场结构的表面压力系数关联，以达到后续预测

以及带目标优化的目的。
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３．１　流动预测

在许多数据科学的领域，深度神经网 络 都 被

证明具有学习变量之间复杂非线性关系的能力。

Ｈａｄｉｋｈａｎｉ等［５１］从图像的角度出发，基于深 度 神

经网络通过观察液滴形成的过程预测出了流速和

浓度的流场信息。Ｔｅｎｎｅｙ等［５２］使用ＤＮＮ网络，
构建了一个对于超声速射流的远场的压力波动的

预测 网 络，能 够 成 功 预 测 远 场 定 向 总 声 压 级

（ＯＡＳＰＬ）且在平均水平上优于传统的模型。
对于许多流体问题而言，ＣＮＮ在具有同样预

测能 力 的 同 时，比 其 他 网 络 具 有 一 定 的 优 势。

Ｃｈａｎｇ和Ｄｉｎｈ［５３］利用不同的 深 度 学 习 模 型 进 行

了热流体仿真中的预测，除了不同物理集成机器

学习框架的区别研究之外，文中强调相较于前馈

神经网 络，基 于ＣＮＮ的 闭 合 模 型 具 有 更 高 的 可

预测性。Ｆｕｋａｍｉ等［５４］加上了与随机森林和支持

向量回归的机器学习算法对比，在考虑的二维或

者三维流动问题中，卷积神经网络的超分辨率分

析能够应对大数据中维度灾难。因此，在利用深

度学习方法时，对于所需要探索的流体动力学问

题，考虑选择正确的网络模型是优化准确度和降

低计算成本的关键。
对于根据已知几何外形预测速度场或压力系

数类的问题，ＣＮＮ的结构表明它是一类符合流体

参数预 测 需 求 的 算 法。一 个 主 要 原 因 是 由 于

ＣＮＮ借助能够特征识别，把握流场中更主要的信

息。Ｍｉｙａｎａｗａｌａ和Ｊａｉｍａｎ［５５］采用卷积对钝体的

几何形状进行了操作，得到形状与流体力之间的

映射，表明了 基 于ＣＮＮ 的 学 习 能 够 以 少 量 的 输

入输出精 确 捕 捉 与 流 场 力 有 关 的 特 征。Ｂｈａｔｎａ－
ｇａｒ等［５６］证明了ＣＮＮ能够在最少的监督下自动

检测基本特征，因此，在给定雷诺数、攻角和翼形

的情况下能够有效预测气动流场中的速度和压力

场。Ｙｅ等［５７］从 速 度 场 信 息 中 得 到 流 动 特 征，在

不同的流动工况之间进行迁移学习，能够在维持

精度的同时大大缩短网络训练时间，为算例的推

广和泛化提供参考。对于在时间序列上的波动，

ＣＮＮ同样能够以卷积的方式学 习 到 其 在 时 间 序

列上的特征。Ｊｉｎ等［５８］通过对圆柱体表面压力系

数波动时空信息的捕捉，建立了圆柱表面压力脉

动和其周围速度场的映射成功推测出尾流的速度

场。结果表明，基于ＣＮＮ的Ｃｐ－ｕ模型预测的尾

流速度和涡量与ＣＦＤ所获得的速度和 涡 量 具 有

很高的一致性（图４）。
泛化性能 是 监 督 学 习 中 一 直 需 要 关 注 的 问

题，即对于在训练数据之外，模型能否在更广泛的

流动条件 下 依 旧 表 现 良 好。Ｚｈｕ等［５９］在 训 练 和

测试数据的泛化性能时考虑改变攻角和马赫数及

内插和外插的情况，预测的涡流黏度、升阻力系数

都 与 原 始 ＳＡ 模 型 的 结 果 非 常 吻 合。Ｔｈｕｅｒｅｙ
等［６０］采用基于ＣＮＮ的Ｕ－ｎｅｔ网络对计算压力和

速度分布的准确性进行了评估，所获得的最佳模

型在未知机 翼 上 的 误 差 小 于３％。进 一 步，在 涉

及变外形的泛化性能讨论预测类问题中，需要强

调的是ＣＮＮ另一个重要优势是由于其网络结构

能够输入二维或高维数据，因此使得流场几何外

形能够直接参与网络输入，而不需要经过预先参

数化的处理，为学习复杂的几何外形提供了灵活

性。Ｈｕｉ等［６１］借 助 使 用 符 号 距 离 函 数（Ｓｉｇｎｅｄ
Ｄｉｓｔａｎｃｅ　Ｆｕｎｃｔｉｏｎ，ＳＤＦ）［６２］来表示机翼的几何形

状，结合ＣＮＮ提 取 预 测 压 力 分 布 的 能 力。经 过

训练的网络可以精确捕获来自未训练机翼的冲击

波，误差结 果 小 于２％，并 且 比ＣＦＤ仿 真 快３个

数量级。Ｓｅｋａｒ和 Ｋｈｏｏ［６３］采 用 ＣＮＮ 从 机 翼 形

状中提取几何参数并通过全连接网络预测流场，
同样探索了深度学习方法对大量翼型的流场预测

能力。当前基于ＣＮＮ的参数化方法可以直接应

用于３Ｄ通用 几 何 体，并 且 随 着 机 翼 样 本 数 量 的

增加，泛化性能得以提高。

３．２　流场外形优化

设计评价和优化 问 题 一 直 以 来 都 是ＣＦＤ工

程领域关注的焦点之一，而ＣＦＤ实时模拟带来的

复杂的计算量也一直是存在的问题。如果能够建

立一个在输入输出之间的简化模型，即时预测流

场流动情况，将会大大加速工程设计上的形状参

数等的优化。
对流体在物体周围流动的评估时，考 虑 到 基

于数据驱动的深度学习方法在预测流场系数等问

题上取得的成果，在外形设计上通过估算速度场

成功对汽车外形进行更新［６４－６５］，这种参数化的 方

法可以对设计和启动优化进行交互，对学习流动

的 响 应 十 分 快 速。Ｇｕｏ等［６２］同 样 认 为 通 过ＣＮＮ
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图４　不同雷诺数的模型预测值与ＣＦＤ结果之间的瞬时流量比较［５８］

Ｆｉｇ．４　Ｃｏｍｐａｒｉｓｏｎｓ　ｏｆ　ｉｎｓｔａｎｔａｎｅｏｕｓ　ｆｌｏｗ　ｆｉｅｌｄｓ　ｂｅｔｗｅｅｎ　ｍｏｄｅｌ　ｐｒｅｄｉｃｔｉｏｎｓ　ａｎｄ　ＣＦＤ

ｒｅｓｕｌｔｓ　ｆｏｒ　ｖａｒｉｏｕｓ　Ｒｅｙｎｏｌｄｓ　ｎｕｍｂｅｒｓ［５８］

构建的计算流体 动 力 学 模 型 能 够 用 于 设 计 早 期

阶段，提供 以 牺 牲 一 定 精 度 为 代 价 的 快 速 流 动

性能反馈。结果表 明 卷 积 神 经 网 络 模 型 比ＣＦＤ
求解器 的 速 度 快２～４个 数 量 级。对 于 其 他 拓

扑结构，ＣＮＮ同 样 能 够 借 助 设 计 空 间 的 网 格 描

述使用卷 积 的 方 式 寻 找 其 特 征，并 对 选 择 的 目

标 函 数 进 行 合 理 的 优 化。Ｇａｙｍａｎｎ和 Ｍｏｎｔｏ－
ｍｏｌｉ［６６］通过深度 神 经 网 络 和 蒙 特 卡 洛 树 搜 索 的
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算法进行 了 学 习，使 管 道 入 口 和 出 口 之 间 的 压

力损失最小化。

Ｓｅｋａｒ等［６７］提出了使用卷积神经网络形成反

向设计的方法，可以有效地从压力分布获得机翼

形状。具体而言，ＣＮＮ能够从新的压力系数分布

产生无需参数化的翼型几何形状，同时生成的翼

型形状非常接近相关的翼型，对未知的测试样本

也体现出了良好的 泛 化 性 能。而 这 种 基 于ＣＮＮ
的逆设计方法非常通用，在考虑雷诺数或迎角影

响下 的 问 题 上 同 样 值 得 进 一 步 探 索。Ｃｕｎｎｉｎ－
ｇｈａｍ和Ｔｕｃｋｅｒ［６８］同 样 摒 弃 了 设 计 空 间 参 数 化

的概念，针对设计概念在应用环境中的性能问题，
提出了一个验证神经网络（ＶＮＮ），能够仅根据设

计图象预测生成模型在环境中的设计性能，同时

以较高的准确率估计生成的设计在测试中的可靠

性，而无参数化的思想也使得该方法更容易推广

到其他通用的外形设计问题。
需要强调是目前基于ＣＮＮ的无参数化方法

在涉及实时机翼设计的工程任务中，更注重基于

该方法的快速性以及与整体环境耦合的流程完整

交互，而不过多强调结果的精度，所以被认为可以

用于设计的早期阶段。目前受到网络的限制，无

参数化的深度学习在反向设计上仍然存在着一定

的误差，单纯依靠无参数化的深度学习很难满足

一些精细化的外形设计需求。此时需要考虑将设

计空间参数化并结合传统ＣＦＤ求解对 设 计 后 期

的外形进行最终优化调整，因此目前无参数化思

想很难单独地运用在该类问题中。
虽然目前该方法不够完善，作者认为 无 参 数

化思想仍然是未来值得研究的方向之一。依照用

户经验选择的形状参数始终会是多数设计优化问

题中鲁棒性和可靠性的主要障碍［６９］，而无参数化

的方法理论上能够减少人工干预的数量，进而提

高逆设计的准确性。可以认为随着深度学习的发

展和计算能力的提升，无参数化的方法能够在外

形设计中体现出一定的优势。

４　流场数据生成与应用

某些问题中所研究的流场是用一维特征量进

行描述的，例如上文中涉及的压力系数等的预测。
但存在一些情况更希望获取场的数据，这些数据

如果使用一维矩阵虽然能够重排成二维或高维信

息，但会损失空间位置的内在特性。因此在这种

情况下，这些问题中需要考虑直接的二维或高维

输出。在以Ｕ－Ｎｅｔ为基础的生成类问题中，特征

可以作为生成模型的输入；而另一类以生成对抗

为思路的问题中，无论是生成网络中的反卷积操

作，还是判别网络中的卷积与输出，都涉及了流场

特征识别的运用。

４．１　生成与分辨率提升

４．１．１　流场分辨率提升

在实际的计算中，获取高分辨数据同 时 也 意

味着更大的计算代价，因此希望能在深度学习的

借助下，以较少的计算成本获得较高精度的图片

以及速度场等的信息。Ｌｉｕ等［７０］提出了一种新型

多时态路径的卷积神经网络。其不同的时间路径

能够充分捕捉不同时间范围内的特征。同时能够

重现湍流中动能谱和速度梯度张量不变量联合概

率密度函数等特征（图５，其中ｋ是波数，Ｚ＝ｕ′ｘ
是ｘ方向上速度波动ｕ′的偏导数，图５（ａ）中的竖

虚线表示重构结果开始偏离ＤＮＳ结果的位置）。
静态卷积神经网络均能够显著提高不同避免区域

的空间分辨率。ＰＩＶ作为一种流体力学实验中经

常使 用 到 的 技 术，能 够 从 实 验 中 获 得 流 场 信 息，

Ｃａｉ等［７１］提 出 的 基 于 卷 积 神 经 网 络 的ＬｉｔｅＦｌｏｗ－
Ｎｅｔ，能够 得 到 比 传 统 方 法 在 精 度，分 辨 率 和 计

算效率上更有优 势 的 结 果。这 种 现 象 的 原 因 作

者认 为 是 由 于 训 练 好 的ＰＩＶ－ＬｉｔｅＦｌｏｗＮｅｔ对 图

像特征进行了计 算 而 不 仅 是 对 粒 子 图 像 进 行 降

采样，从实 验 角 度 表 明 了 分 辨 率 提 升 问 题 中 特

征学习的重要性。
除了对理论的验证探索和实验技术的精度提

升，高分辨率流场的一个重要部分是对仿真模块

中流场 的 处 理。Ｃｈｕ和 Ｔｈｕｅｒｅｙ［７２］使 用 卷 积 神

经网络从流体数据（如烟气密度和流速）生成特征

描述子，并在学习到的描述子的帮助下提高流体

模拟分辨率。Ｆｕｋａｍｉ等［７３］中使用带有混合下采

样的多尺度卷积神经网络重建高精度流场。使用

二维圆柱绕流和二维均匀湍流作为测试案例，证

明了标准ＣＮＮ和混合模型均能够重建层流和湍

流，进 一 步 考 虑 通 过 粗 糙 流 场 作 为 输 入 重 建 更
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图５　动能谱和重构的各向同性湍流场和ＤＮＳ数据的归

一化速度梯度ｐ（Ｚ）的概率密度函数［７０］

Ｆｉｇ．５　Ｋｉｎｅｔｉｃ　ｅｎｅｒｇｙ　ｓｐｅｃｔｒａ　ａｎｄ　ｐｒｏｂａｂｉｌｉｔｙ　ｄｅｎｓｉｔｙ
ｆｕｎｃｔｉｏｎｓ　ｏｆ　ｔｈｅ　ｎｏｒｍａｌｉｚｅｄ　ｖｅｌｏｃｉｔｙ　ｇｒａｄｉｅｎｔｓ

ｐ（Ｚ）ｏｆ　ｔｈｅ　ｒｅｃｏｎｓｔｒｕｃｔｅｄ　ｉｓｏｔｒｏｐｉｃ　ｔｕｒｂｕｌｅｎｔ

ｆｌｏｗ　ｆｉｅｌｄｓ　ａｎｄ　ｃｏｒｒｅｓｐｏｎｄｉｎｇ　ＤＮＳ　ｄａｔａ［７０］

高 精 度 网 格 规 模 的 结 构。Ｆｅｒｄｉａｎ等 构 造 的

４ＤＦｌｏｗＮｅｔ［７４］同样能够模拟实际超采样的４Ｄ流

动图像。快速计算的应用十分广泛，除了医学中

的流动成像问题，电影等视频领域也希望能通过

流体的快速计算达到逼真的视觉效果。

４．１．２　流动快速计算和泊松方程求解

高分辨率流场生成的一个重要实现方式则是

对流场的快速计算。传统ＣＦＤ求 解 时 需 要 从 动

量方程得到速度的预测项，然后代入能量方程中

求解泊松方程。但令人遗憾的是，ＣＦＤ中泊松方

程的求解占到了整个方程组求解的绝大部分计算

成本，大大制约了ＣＦＤ的发展。因此希望借助深

度神经网络加速泊松方程的求解。

涉及快速计算生成的应用问题主要分为两种

不同的研究思路。一类主要被认为是基于数据的

方法。Ｙａｎｇ等［７５］使用神经网络作为投影方程的

求解器，即使在大规模数据的运算中有一定的优

势，这种数据驱动的投影方法对数据的依赖性很

强，泛化能力比较弱。
不同于Ｙａｎｇ等的监督学习，Ｔｏｍｐｓｏｎ等［７６］

探索了一种无监督的网络模型。方程的信息作为

无监督的训练损失嵌入在网络中，在这样一个基

于规则的框架下，能够提高整个方程的求解的长

期稳定性，见图６。

图６　羽流模拟［７６］

Ｆｉｇ．６　Ｐｌｕｍｅ　ｓｉｍｕｌａｔｉｏｎ［７６］

上述问题都针对特定应用网格和边 界 条 件，
对适 用 范 围 有 了 一 定 的 限 制。Ｏｚｂａｙ等［７７］通 过

将原始泊松问题分解为齐次泊松问题以及４个不

均匀的拉普拉斯子问题，使用新颖的方法来处理

边界条件。这 种 方 法 能 够 在 任 意 Ｄｉｒｉｃｈｌｅｔ边 界

条件和网格参数的情况下推导Ｐｏｉｓｓｏｎ方程的全

卷积神经网络架构，能够以较高的精度预测泊松

问题的求解。在更密集的网格时也能够捕获关键

解决方案特征，提出的模型为通过机器学习加速

泊松方程的求解同样提供了坚实的基础。
从偏微分方 程 的 角 度 同 样 能 够 对 卷 积 神 经

网络的物理特性做出说明。Ｌｏｎｇ等［７８－７９］提 出 的

ＰＤＥ－ＮＥＴ中认 为 卷 积 神 经 网 络 中 的 卷 积 算 子

与偏微分 方 程 中 的 微 分 算 子 近 似，因 此 使 用 可

学习的滤波器能 够 使 得 长 时 间 动 力 学 的 预 测 更

具有鲁 棒 性。同 时，对 施 加 的 约 束 有 助 于 确 定

ＰＤＥ中包含 的 微 分 算 子，进 一 步 识 别 非 线 性 响

应函数Ｆ。
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４．２　生成对抗网络

４．２．１　生成对抗网络原理

生成对 抗 网 络（Ｇｅｎｅｒａｔｉｖｅ　Ａｄｖｅｒｓａｒｉａｌ　Ｎｅｔ－
ｗｏｒｋｓ，ＧＡＮｓ）最 早 由 Ｇｏｏｄｆｅｌｌｏｗ 等［８０］在２０１４
年提出，随后逐渐涌现出了许多应用，包括人脸生

成［８１］、图片风格迁移［８２］、图像超分辨率［８３］等。
生成对抗网络是由生成模型和对抗模型所组

成的，生 成 器 是 输 入 的 随 机 简 单 分 布ｘｆａｋｅ ＝
Ｇ（ｚ），而判别器的作用是判断自身的输入样本是

真实的还是由生成器生成的假样本，Ｄ（Ｇ（ｚ））。
优化目标函数为

ｍｉｎ
Ｇ
ｍａｘ
Ｄ
Ｖ（Ｄ，Ｇ）＝Ｅｘ～Ｐｄａｔａ（ｘ）［ｌｇＤ（ｘ）］＋

　　Ｅｚ～Ｐｄａｔａ（ｚ）［ｌｇ（１－Ｄ（Ｇ（ｘ）））］ （３）
训练过程也是两个网络博弈的过程。

４．２．２　生成对抗网络与嵌入物理信息

流体力学 中 也 开 始 出 现 基 于 ＧＡＮｓ的 流 场

重构或预 测 工 作。Ｆａｒｉｍａｎｉ等［８４］认 为 相 较 于 人

工神 经 网 络 模 型 近 似 本 构 方 程 的 解 的 方 法，

ＧＡＮｓ更能够直接跳过基本控制方程的ＡＮＮ拟

合，直接生成偏微分方程的解，从而对于任意边界

条件下的温度、速度和压力场进行预测，采用的稳

态热传导和不可压缩流的两种模型均在测试数据

上取得了较高的 精 度。除 了 精 度 以 外，Ｌｉｕ等［８５］

着重从时间的角度考虑，计算流体力学在现有的

数据压缩问题上需要的时间太多，而引入基于生

成对抗网络的压缩方法能够在压缩时间上有很大

的优势。文中ＧＡＮｓ的网 络 结 构 中，Ｄ－Ｎｅｔ用 于

压缩数据 而 Ｇ－Ｎｅｔ用 于 数 据 重 构。Ｗｕ等［８６］将

ＣＮＮ与 ＧＡＮｓ相 结 合，建 立 了 参 数 化 超 临 界 翼

型和跨声 速 流 场 的 映 射ｆｆｓＧＡＮ，能 够 较 好 地 在

高维流场上进行预测。
进一步，在四维物理场的问题中，生成对抗网

络同样 能 够 对 流 动 进 行 处 理。Ｘｉｅ等［８７］提 出 的

ＴｅｍｐｏＧＡＮ网络在判别器的 部 分 进 行 了 两 方 面

考虑，分别对空间和时间进行了判别。这种方式

能够生成更详细真实和时间一致的物理量。Ｌｅｅ
等［８８］使用ＧＡＮｓ预测 了 湍 流 中 精 细 分 辨 率 下 的

小尺度特征。
因为涉及到生成网络和对抗网络互相博弈的

问题，ＧＡＮｓ在训练时面临许多难以收敛的情况。
这种情况下，学者们在流体力学问题中也做出了

相应的努 力。Ｌｅｅ等［８９］采 用４个 深 度 学 习 网 络

（是否考虑守恒定律的生成对抗网络和是否考虑

守恒定律的卷积神经网络），通过对不同流态下圆

柱周围非定常流场的研究，发现４种深度学习网

络在短期预测时均可预测流量，但在长期预测时，
是否考虑 物 理 损 失 对 预 测 结 果 产 生 了 一 定 的 影

响。如何正确的向网络中引入物理信息（例如质

量和动 量 守 恒 的 信 息）是 值 得 关 注 的 问 题。Ｗｕ
等［９０］在生成器 中 同 时 嵌 入 了 物 理 约 束（守 恒 律）
和统计约束，提升后的ＧＡＮｓ能够更好地保存高

阶数据信息。同时，由于约束的存在可以减少解

空间，因此带来了更低的计算成本（图７［８９］）。Ｌｉｎ
等［９１］从网络结构的角度对算法进行了修改，生成

网络不再尽量去欺骗判别网络而是寻找对应关系

的匹配问题。这种由流体输运公式的启发的新算

法比典型ＧＡＮｓ在收敛性上更好。

图７　嵌入统计数据的生成对抗网络［８９］

Ｆｉｇ．７　Ａｒｃｈｉｔｅｃｔｕｒｅ　ｏｆ　ｓｔａｔｉｓｔｉｃｓ－ｉｎｆｏｒｍｅｄ　ｇｅｎｅｒａｔｉｖｅ　ａｄｖｅｒｓａｒｉａｌ　ｎｅｔｗｏｒｋｓ［８９］
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５　结论与展望

本文主要介绍了卷积神经网络在流场特征类

问题的应用。卷积层能够很好地对流场特征进行

处理，同时结合不同的网络结构应对不同类型的

问题。围绕这一研究热点，概述和归纳了这一研

究领域的进展与成果。

１）流场降阶模型（ＲＯＭ）。除了和传统降阶

方法结合，卷积神经网络同样能够进行降阶数据

处理。基于深度神经网络的模型可以得出流场不

同状态的特征，加速了流场计算效率。除此之外，

ＲＯＭ还可以 增 强 物 理 认 知，卷 积 分 解 出 的 特 征

能够类比ＰＯＤ及其他模态分解方法，得到的主导

模态可以表示出流场的流动行为。

２）与流场关心量相联系的问题处理上，降阶

后的特征通过网络与关心量相连，能够构建输入

输出之间的简化映射，达到对流场所关心量进行

预测的目的。此外，基于卷积神经网络的模型能

够加速流场中外形优化设计的工作，以较少的计

算代价解决在复杂环境中的优化问题。

３）对于流场的生成类问题，从基于自动编码

器 Ｕ－Ｎｅｔ的 角 度 和 生 成 对 抗 网 络 的 角 度 都 能 够

达到精度提升的效果。其中数据驱动的监督学习

能够很容易联想到泊松方程的快速求解，继而基

于规则的泊松方程求解方法。和偏微分方程的关

系也进行了讨论。
此外，本文还提出了几个值得讨论的问题。
首先，对于特定的物理问题，合适的算法选择

非常关键。ＤＮＮ适 合 基 础 映 射 类 问 题，ＲＮＮ适

合具有 记 忆 性 的 序 列 问 题，而ＣＮＮ更 能 够 考 虑

到空间位置信息，同时卷积操作也起到了特征识

别的功能。对于文中的流场特征识别和特征深层

次的运用的问题上，很多研究者在方法对比中也

证明了ＣＮＮ算法在相关算例中计算效率和精度

上的优势。进一步，卷积神经网络并不是单独存

在的，不同算法之间的融合也会是一个重要的考

察方向。例如ＣＮＮ和ＧＡＮｓ结合的ＤＣＧＡＮｓ，

ＣＮＮ和自动编码器形成的 Ｕ－Ｎｅｔ网络等。网络

和算法的发展不是固步自封的，而是不同的网络

之间互相学习互相借鉴，ＣＮＮ本身也在和不同的

算法结合中发展，使得能够更好地适用于流场特

征识别问题中不同的研究分支。

其次，关于模型的泛化性能 的 问 题。监 督 学

习作为最经典的思想方法之一，从代理模型的角

度在早期尝试中取得了非常好的成果。但是对于

测试数据的范围有一定的要求，即监督学习的一

条重要原则是希望训练数据和测试数据独立同分

布。因此在提升泛化性能的考察上，一方面是从

大数据角度出发，理想情况下使模型本身见过相

同或在相近范围内的测试数据来源，从训练数据

的广泛性上对模型进行覆盖；另一方面同时从算

法的角度，考虑问题中无监督学习的参与，例如文

献［７６］中监督的优化目标是对预测速度场散度的

Ｌ２范数，而不是普遍 意 义 上 的 与 真 实 值 的 差 量，
一定程度上解决了监督学习下泛化能力的问题。
进一步，以强化学习为代表的元学习方法同样能

够较好地 处 理 与 监 督 学 习 中 泛 化 性 能 相 关 的 问

题，强化学习中智能体能够根据环境的反馈自适

应地选取合适的动作，在流体力学的主动流动控

制和外形优化类问题中都取得了很好的成果。
对于深度学习方法在流场识别领域 的 理 解，

除了上述以网络结构为主的分类方式，从数据驱

动和在网络中嵌入物理的角度同样可以进行分类

介绍。认为从单纯的数据驱动到嵌入物理是流体

力学和深度学习结合的重要突破。单纯数据驱动

方法对于一些映射类的问题是可行的，但这并不

是最终的目的。原因主要有以下两个：首先希望

所得到的模型能够提供一定的物理解释，而不是

仅得到一个黑盒子；其次单纯数据驱动也会带来

泛化性能上的一些问题，因为数据驱动的监督学

习算法对训练数据的依赖非常大，而带有物理嵌

入的深度学习才能打破当前数据驱动问题带来的

瓶颈。近年来，深度学习作为一个蓬勃发展的领

域，在不断的探索中也出现了许多有趣的算法，以

ＣＮＮ为代表的网络模型能够从 不 同 的 角 度 挖 掘

输入数据之间的联系。但对于物理问题而言，从

图像等角度对物理问题分析固然是一种可行的方

法。然而如果能直接把已知的一些物理规律加入

网络，借此减少网络优化训练的负担；甚至利用物

理规律直接主导目标网络生成的结果，这将是一

个值得研究的问题，也会是将来流体力学等物理

问题和深度学习结合的重要研究方向。
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ｉｎｇ［Ｊ］．Ｉｎｔｅｒｎａｔｉｏｎａｌ　Ｊｏｕｒｎａｌ　ｆｏｒ　Ｎｕｍｅｒｉｃａｌ　Ｍｅｔｈｏｄｓ　ｉｎ

Ｆｌｕｉｄｓ，２０１８，８６（４）：２５５－２６８．
［２］　寇家庆，张伟伟，高传强．基于ＰＯＤ和ＤＭＤ方法的跨声

速 抖 振 模 态 分 析 ［Ｊ］．航 空 学 报，２０１６，３７（９）：

２６７９－２６８９．

ＫＯＵ　Ｊ　Ｑ，ＺＨＡＮＧ　Ｗ　Ｗ，ＧＡＯ　Ｃ　Ｑ．Ｍｏｄａｌ　ａｎａｌｙｓｉｓ　ｏｆ

ｔｒａｎｓｏｎｉｃ　ｂｕｆｆｅｔ　ｂａｓｅｄ　ｏｎ　ＰＯＤ　ａｎｄ　ＤＭＤ　ｍｅｔｈｏｄ［Ｊ］．Ａｃｔａ

Ａｅｒｏｎａｕｔｉｃａ　ｅｔ　Ａｓｔｒｏｎａｕｔｉｃａ　Ｓｉｎｉｃａ，２０１６，３７（９）：２６７９－

２６８９（ｉｎ　Ｃｈｉｎｅｓｅ）．
［３］　ＢＥＲＫＯＯＺ　Ｇ，ＨＯＬＭＥＳ　Ｐ，ＬＵＭＬＥＹ　Ｊ　Ｌ．Ｔｈｅ　ｐｒｏｐｅｒ

ｏｒｔｈｏｇｏｎａｌ　ｄｅｃｏｍｐｏｓｉｔｉｏｎ　ｉｎ　ｔｈｅ　ａｎａｌｙｓｉｓ　ｏｆ　ｔｕｒｂｕｌｅｎｔ

ｆｌｏｗｓ［Ｊ］．Ａｎｎｕａｌ　Ｒｅｖｉｅｗ　ｏｆ　Ｆｌｕｉｄ　Ｍｅｃｈａｎｉｃｓ，１９９３，２５
（１）：５３９－５７５．

［４］　ＲＡＶＩＮＤＲＡＮ　Ｓ　Ｓ．Ａ　ｒｅｄｕｃｅｄ－ｏｒｄｅｒ　ａｐｐｒｏａｃｈ　ｆｏｒ　ｏｐｔｉｍａｌ

ｃｏｎｔｒｏｌ　ｏｆ　ｆｌｕｉｄｓ　ｕｓｉｎｇ　ｐｒｏｐｅｒ　ｏｒｔｈｏｇｏｎａｌ　ｄｅｃｏｍｐｏｓｉｔｉｏｎ
［Ｊ］．Ｉｎｔｅｒｎａｔｉｏｎａｌ　Ｊｏｕｒｎａｌ　ｆｏｒ　Ｎｕｍｅｒｉｃａｌ　Ｍｅｔｈｏｄｓ　ｉｎ　Ｆｌｕ－

ｉｄｓ，２０００，３４（５）：４２５－４４８．
［５］　ＷＵ　Ｘ，ＺＨＡＮＧ　Ｗ，ＰＥＮＧ　Ｘ，ｅｔ　ａｌ．Ｂｅｎｃｈｍａｒｋ　ａｅｒｏｄｙ－

ｎａｍｉｃ　ｓｈａｐｅ　ｏｐｔｉｍｉｚａｔｉｏｎ　ｗｉｔｈ　ｔｈｅ　ＰＯＤ－ｂａｓｅｄ　ＣＳＴ　ａｉｒｆｏｉｌ

ｐａｒａｍｅｔｒｉｃ　ｍｅｔｈｏｄ［Ｊ］．Ａｅｒｏｓｐａｃｅ　Ｓｃｉｅｎｃｅ　ａｎｄ　Ｔｅｃｈｎｏｌｏ－

ｇｙ，２０１９，８４：６３２－６４０．
［６］　ＤＵＢＩＥＦ　Ｙ，ＤＥＬＣＡＹＲＥ　Ｆ．Ｏｎ　ｃｏｈｅｒｅｎｔ－ｖｏｒｔｅｘ　ｉｄｅｎｔｉｆｉ－

ｃａｔｉｏｎ　ｉｎ　ｔｕｒｂｕｌｅｎｃｅ［Ｊ］．Ｊｏｕｒｎａｌ　ｏｆ　Ｔｕｒｂｕｌｅｎｃｅ，２０００，

１：Ｎ１１．
［７］　ＸＩＯＮＧ　Ｓ，ＹＡＮＧ　Ｙ．Ｉｄｅｎｔｉｆｙｉｎｇ　ｔｈｅ　ｔａｎｇｌｅ　ｏｆ　ｖｏｒｔｅｘ

ｔｕｂｅｓ　ｉｎ　ｈｏｍｏｇｅｎｅｏｕｓ　ｉｓｏｔｒｏｐｉｃ　ｔｕｒｂｕｌｅｎｃｅ［Ｊ］．Ｊｏｕｒｎａｌ　ｏｆ

Ｆｌｕｉｄ　Ｍｅｃｈａｎｉｃｓ，２０１９，８７４：９５２－９７８．
［８］　ＨＩＮＴＯＮ　Ｇ，ＤＥＮＧ　Ｌ，ＹＵ　Ｄ，ｅｔ　ａｌ．Ｄｅｅｐ　ｎｅｕｒａｌ　ｎｅｔ－

ｗｏｒｋｓ　ｆｏｒ　ａｃｏｕｓｔｉｃ　ｍｏｄｅｌｉｎｇ　ｉｎ　ｓｐｅｅｃｈ　ｒｅｃｏｇｎｉｔｉｏｎ：ｔｈｅ

ｓｈａｒｅｄ　ｖｉｅｗｓ　ｏｆ　ｆｏｕｒ　ｒｅｓｅａｒｃｈ　ｇｒｏｕｐｓ［Ｊ］．ＩＥＥＥ　Ｓｉｇｎａｌ

Ｐｒｏｃｅｓｓｉｎｇ　Ｍａｇａｚｉｎｅ，２０１２，２９（６）：８２－９７．
［９］　ＫＲＩＺＨＥＶＳＫＹ　Ａ，ＳＵＴＳＫＥＶＥＲ　Ｉ，ＨＩＮＴＯＮ　Ｇ　Ｅ．Ｉｍａ－

ｇｅＮｅｔ　ｃｌａｓｓｉｆｉｃａｔｉｏｎ　ｗｉｔｈ　ｄｅｅｐ　ｃｏｎｖｏｌｕｔｉｏｎａｌ　ｎｅｕｒａｌ　ｎｅｔ－

ｗｏｒｋｓ［Ｊ］．Ｃｏｍｍｕｎｉｃａｔｉｏｎｓ　ｏｆ　ｔｈｅ　ＡＣＭ，２０１７，６０（６）：

８４－９０．
［１０］　ＳＺＥＧＥＤＹ　Ｃ，ＬＩＵ　Ｗ，ＪＩＡ　Ｙ，ｅｔ　ａｌ．Ｇｏｉｎｇ　ｄｅｅｐｅｒ　ｗｉｔｈ

ｃｏｎｖｏｌｕｔｉｏｎｓ［Ｃ］∥２０１５ＩＥＥＥ　Ｃｏｎｆｅｒｅｎｃｅ　ｏｎ　Ｃｏｍｐｕｔｅｒ

Ｖｉｓｉｏｎ　ａｎｄ　Ｐａｔｔｅｒｎ　Ｒｅｃｏｇｎｉｔｉｏｎ（ＣＶＰＲ），２０１５：１－９．
［１１］　ＳＩＭＯＮＹＡＮ　Ｋ，ＺＩＳＳＥＲＭＡＮ　Ａ．Ｖｅｒｙ　ｄｅｅｐ　ｃｏｎｖｏｌｕｔｉｏｎ－

ａｌ　ｎｅｔｗｏｒｋｓ　ｆｏｒ　ｌａｒｇｅ－ｓｃａｌｅ　ｉｍａｇｅ　ｒｅｃｏｇｎｉｔｉｏｎ［Ｃ］∥３ｒｄ　Ｉｎ－

ｔｅｒｎａｔｉｏｎａｌ　Ｃｏｎｆｅｒｅｎｃｅ　ｏｎ　Ｌｅａｒｎｉｎｇ　Ｒｅｐｒｅｓｅｎｔａｔｉｏｎｓ，

ＩＣＬＲ　２０１５－Ｃｏｎｆｅｒｅｎｃｅ　Ｔｒａｃｋ　Ｐｒｏｃｅｅｄｉｎｇｓ，２０１５．
［１２］　ＨＥ　Ｋ，ＺＨＡＮＧ　Ｘ，ＲＥＮ　Ｓ，ｅｔ　ａｌ．Ｄｅｅｐ　ｒｅｓｉｄｕａｌ　ｌｅａｒｎｉｎｇ

ｆｏｒ　ｉｍａｇｅ　ｒｅｃｏｇｎｉｔｉｏｎ［Ｃ］∥２０１６ＩＥＥＥ　Ｃｏｎｆｅｒｅｎｃｅ　ｏｎ

Ｃｏｍｐｕｔｅｒ　Ｖｉｓｉｏｎ　ａｎｄ　Ｐａｔｔｅｒｎ　Ｒｅｃｏｇｎｉｔｉｏｎ（ＣＶＰＲ），２０１６：

７７０－７７８．
［１３］　ＭＡＮＮＩＮＧ　Ｃ，ＳＵＲＤＥＡＮＵ　Ｍ，ＢＡＵＥＲ　Ｊ，ｅｔ　ａｌ．Ｔｈｅ

ｓｔａｎｆｏｒｄ　ＣｏｒｅＮＬＰ　ｎａｔｕｒａｌ　ｌａｎｇｕａｇｅ　ｐｒｏｃｅｓｓｉｎｇ　ｔｏｏｌｋｉｔ［Ｃ］

∥Ｐｒｏｃｅｅｄｉｎｇｓ　ｏｆ　５２ｎｄ　Ａｎｎｕａｌ　Ｍｅｅｔｉｎｇ　ｏｆ　ｔｈｅ　Ａｓｓｏｃｉａｔｉｏｎ

ｆｏｒ　Ｃｏｍｐｕｔａｔｉｏｎａｌ　Ｌｉｎｇｕｉｓｔｉｃｓ：Ｓｙｓｔｅｍ　Ｄｅｍｏｎｓｔｒａｔｉｏｎｓ．

Ｓｔｒｏｕｄｓｂｕｒｇ：Ａｓｓｏｃｉａｔｉｏｎ　ｆｏｒ　Ｃｏｍｐｕｔａｔｉｏｎａｌ　Ｌｉｎｇｕｉｓｔｉｃｓ，

２０１４：５５－６０．
［１４］　ＣＨＥＮ　Ｃ，ＳＥＦＦ　Ａ，ＫＯＲＮＨＡＵＳＥＲ　Ａ，ｅｔ　ａｌ．Ｄｅｅｐ　ｄｒｉｖ－

ｉｎｇ：Ｌｅａｒｎｉｎｇ　ａｆｆｏｒｄａｎｃｅ　ｆｏｒ　ｄｉｒｅｃｔ　ｐｅｒｃｅｐｔｉｏｎ　ｉｎ　ａｕｔｏｎｏ－

ｍｏｕｓ　ｄｒｉｖｉｎｇ［Ｃ］∥２０１５ＩＥＥＥ　Ｉｎｔｅｒｎａｔｉｏｎａｌ　Ｃｏｎｆｅｒｅｎｃｅ　ｏｎ

Ｃｏｍｐｕｔｅｒ　Ｖｉｓｉｏｎ（ＩＣＣＶ），２０１５：２７２２－２７３０．
［１５］　ＴＲＡＣＥＹ　Ｂ，ＤＵＲＡＩＳＡＭＹ　Ｋ，ＡＬＯＮＳＯ　Ｊ．Ａｐｐｌｉｃａｔｉｏｎ

ｏｆ　ｓｕｐｅｒｖｉｓｅｄ　ｌｅａｒｎｉｎｇ　ｔｏ　ｑｕａｎｔｉｆｙ　ｕｎｃｅｒｔａｉｎｔｉｅｓ　ｉｎ　ｔｕｒｂｕ－

ｌｅｎｃｅ　ａｎｄ　ｃｏｍｂｕｓｔｉｏｎ　ｍｏｄｅｌｉｎｇ［Ｃ］∥５１ｓｔ　ＡＩＡＡ　Ａｅｒｏ－

ｓｐａｃｅ　Ｓｃｉｅｎｃｅｓ　Ｍｅｅｔｉｎｇ　ｉｎｃｌｕｄｉｎｇ　ｔｈｅ　Ｎｅｗ　Ｈｏｒｉｚｏｎｓ　Ｆｏｒｕｍ

ａｎｄ　Ａｅｒｏｓｐａｃｅ　Ｅｘｐｏｓｉｔｉｏｎ．Ｒｅｓｔｏｎ：ＡＩＡＡ，２０１３．
［１６］　ＬＩＮＧ　Ｊ，ＫＵＲＺＡＷＳＫＩ　Ａ，ＴＥＭＰＬＥＴＯＮ　Ｊ．Ｒｅｙｎｏｌｄｓ

ａｖｅｒａｇｅｄ　ｔｕｒｂｕｌｅｎｃｅ　ｍｏｄｅｌｌｉｎｇ　ｕｓｉｎｇ　ｄｅｅｐ　ｎｅｕｒａｌ　ｎｅｔｗｏｒｋｓ

ｗｉｔｈ　ｅｍｂｅｄｄｅｄ　ｉｎｖａｒｉａｎｃｅ［Ｊ］．Ｊｏｕｒｎａｌ　ｏｆ　Ｆｌｕｉｄ　Ｍｅｃｈａｎｉｃｓ，

２０１６，８０７：１５５－１６６．
［１７］　ＷＡＮＧ　Ｊ　Ｘ，ＷＵ　Ｊ　Ｌ，ＸＩＡＯ　Ｈ．Ｐｈｙｓｉｃｓ－ｉｎｆｏｒｍｅｄ　ｍａ－

ｃｈｉｎｅ　ｌｅａｒｎｉｎｇ　ａｐｐｒｏａｃｈ　ｆｏｒ　ｒｅｃｏｎｓｔｒｕｃｔｉｎｇ　Ｒｅｙｎｏｌｄｓ　ｓｔｒｅｓｓ

ｍｏｄｅｌｉｎｇ　ｄｉｓｃｒｅｐａｎｃｉｅｓ　ｂａｓｅｄ　ｏｎ　ＤＮＳ　ｄａｔａ［Ｊ］．Ｐｈｙｓｉｃａｌ

Ｒｅｖｉｅｗ　Ｆｌｕｉｄｓ，２０１７，２（３）：０３４６０３．
［１８］　ＺＨＡＮＧ　Ｚ，ＳＯＮＧ　Ｘ，ＹＥ　Ｓ，ｅｔ　ａｌ．Ａｐｐｌｉｃａｔｉｏｎ　ｏｆ　ｄｅｅｐ

ｌｅａｒｎｉｎｇ　ｍｅｔｈｏｄ　ｔｏ　Ｒｅｙｎｏｌｄｓ　ｓｔｒｅｓｓ　ｍｏｄｅｌｓ　ｏｆ　ｃｈａｎｎｅｌ　ｆｌｏｗ

ｂａｓｅｄ　ｏｎ　ｒｅｄｕｃｅｄ－ｏｒｄｅｒ　ｍｏｄｅｌｉｎｇ　ｏｆ　ＤＮＳ　ｄａｔａ［Ｊ］．Ｊｏｕｒｎａｌ

ｏｆ　Ｈｙｄｒｏｄｙｎａｍｉｃｓ，２０１９，３１（１）：５８－６５．
［１９］　陈海昕，邓凯文，李润泽．机器学习技术在气动优化中的

应用［Ｊ］．航空学报，２０１９，４０（１）：５２２４８０．

ＣＨＥＮ　Ｈ　Ｘ，ＤＥＮＧ　Ｋ　Ｗ，ＬＩ　Ｒ　Ｚ．Ｕｔｉｌｉｚａｔｉｏｎ　ｏｆ　ｍａｃｈｉｎｅ

ｌｅａｒｎｉｎｇ　ｔｅｃｈｎｏｌｏｇｙ　ｉｎ　ａｅｒｏｄｙｎａｍｉｃ　ｏｐｔｉｍｉｚａｔｉｏｎ［Ｊ］．Ａｃｔａ

Ａｅｒｏｎａｕｔｉｃａ　ｅｔ　Ａｓｔｒｏｎａｕｔｉｃａ　Ｓｉｎｉｃａ，２０１９，４０（１）：５２２４８０
（ｉｎ　Ｃｈｉｎｅｓｅ）．

［２０］　韩忠华，许晨舟，乔建领，等．基于 代 理 模 型 的 高 效 全 局

气动优化设 计 综 述 方 法 研 究 进 展［Ｊ］．航 空 学 报，２０２０，

４１（５）：６２３３４４．

ＨＡＮ　Ｚ　Ｈ，ＸＵ　Ｃ　Ｚ，ＱＩＡＯ　Ｊ　Ｌ，ｅｔ　ａｌ．Ｒｅｃｅｎｔ　ｐｒｏｇｒｅｓｓ　ｏｆ

ｅｆｆｉｃｉｅｎｔ　ｇｌｏｂａｌ　ａｅｒｏｄｙｎａｍｉｃ　ｓｈａｐｅ　ｏｐｔｉｍｉｚａｔｉｏｎ　ｕｓｉｎｇ　ｓｕｒ－

ｒｏｇａｔｅ－ｂａｓｅｄ　ａｐｐｒｏａｃｈ［Ｊ］．Ａｃｔａ　Ａｅｒｏｎａｕｔｉｃａ　ｅｔ　Ａｓｔｒｏｎａｕ－

ｔｉｃａ　Ｓｉｎｉｃａ，２０２０，４１（５）：６２３３４４（ｉｎ　Ｃｈｉｎｅｓｅ）．
［２１］　ＢＲＵＮＴＯＮ　Ｓ　Ｌ，ＮＯＡＣＫ　Ｂ　Ｒ，ＫＯＵＭＯＵＴＳＡＫＯＳ　Ｐ．

Ｍａｃｈｉｎｅ　ｌｅａｒｎｉｎｇ　ｆｏｒ　ｆｌｕｉｄ　ｍｅｃｈａｎｉｃｓ［Ｊ］．Ａｎｎｕａｌ　Ｒｅｖｉｅｗ

ｏｆ　Ｆｌｕｉｄ　Ｍｅｃｈａｎｉｃｓ，２０２０，５２（１）：４７７－５０８．
［２２］　ＬＩ　Ｔ，ＷＵ　Ｔ，ＬＩＵ　Ｚ．Ｎｏｎｌｉｎｅａｒ　ｕｎｓｔｅａｄｙ　ｂｒｉｄｇｅ　ａｅｒｏｄｙ－

ｎａｍｉｃｓ：Ｒｅｄｕｃｅｄ－ｏｒｄｅｒ　ｍｏｄｅｌｉｎｇ　ｂａｓｅｄ　ｏｎ　ｄｅｅｐ　ＬＳＴＭ

ｎｅｔｗｏｒｋｓ［Ｊ］．Ｊｏｕｒｎａｌ　ｏｆ　Ｗｉｎｄ　Ｅｎｇｉｎｅｅｒｉｎｇ　ａｎｄ　Ｉｎｄｕｓｔｒｉａｌ

Ａｅｒｏｄｙｎａｍｉｃｓ，２０２０，１９８：１０４１１６．
［２３］　ＷＩＥＷＥＬ　Ｓ，ＢＥＣＨＥＲ　Ｍ，ＴＨＵＥＲＥＹ　Ｎ．Ｌａｔｅｎｔ　ｓｐａｃｅ

ｐｈｙｓｉｃｓ：Ｔｏｗａｒｄｓ　ｌｅａｒｎｉｎｇ　ｔｈｅ　ｔｅｍｐｏｒａｌ　ｅｖｏｌｕｔｉｏｎ　ｏｆ　ｆｌｕｉｄ

ｆｌｏｗ［Ｊ］．Ｃｏｍｐｕｔｅｒ　Ｇｒａｐｈｉｃｓ　Ｆｏｒｕｍ，２０１９，３８（２）：

７１－８２．
［２４］　ＬＥＣＵＮ　Ｙ，ＢＥＮＧＩＯ　Ｙ，ＨＩＮＴＯＮ　Ｇ．Ｄｅｅｐ　ｌｅａｒｎｉｎｇ［Ｚ］．

２０１５．ＤＯＩ：１０．１０３８／ｎａｔｕｒｅ１４５３９．
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