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摘要：该文提出一种基于卷积神经网络直接对阵列超声检测原始信号进行缺陷类型识别的方法，该方法无

需对超声回波原始信号进行特征提取。文章研究对比了不同卷积神经网络及其优化的识别性能。首先采用

超声相控阵系统对不同试块上的平底孔、球底孔、通孔三种缺陷进行超声检测，然后利用LeNet5、VGG16
和ResNet三种卷积神经网络对一维和二维数据分别进行缺陷识别，并使用Leaky ReLU、Dropout、Batch
Normalization等来对网络进行优化，对比分析识别准确率和效率等。研究结果表明，虽然一维卷积在训练速
度上快于二维，但是二维卷积在识别准确度方面更高，同时网络模型结构如果过于复杂会导致准确率的下降，

数据增强和优化方式有助于加快收敛速度、提高准确率。
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Abstract: In this paper, a method of the defect type recognition based on the convolutional neural network
is proposed by the original signal from the array ultrasonic testing. The method does not require feature
extraction of the original ultrasonic echo signals. The recognition performance and optimization characteristic
of different convolutional neural networks are studied and analyzed. Firstly, the experiments are conducted
by the ultrasonic phased array system to collect detection signals which comes from the flat-bottom hole,
spherical-bottom hole and via hole. Then, Lenet5, VGG16 and Resnet convolutional neural networks are used
to identify the defects in one and two dimensions, and the network is optimized by Leaky ReLU, Dropout and
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Batch Normalization respectively. Subsequently, the identification accuracy and e■ciency are analyzed. It is
shown that 2-d convolution has higher recognition accuracy although its training speed is slower than that of
1-d convolution. At the same time, the identification accuracy will decline if the network model structure is too
complex, and the data enhancement and optimization methods can help to accelerate the convergence speed
and improve the accuracy.
Keywords: Convolutional neural network; Ultrasonic testing; Defect type recognition

0 引言

在超声检测中，如果不能准确判断缺陷的性质，

就会使某些无危险或者危险性很小的产品返修从

而导致浪费，也会造成含有危险性缺陷的产品被忽

视，使得其在使用过程中产生安全隐患 [1]，因此对

缺陷的类型识别分析尤为重要，对保障产品质量和

安全运行意义重大。超声检测中对缺陷进行类型识

别，开始主要依靠人工经验，识别结果有一定的主观

性。自20世纪70年代起，研究者开始使用神经网络
对超声检测数据进行缺陷分类，这部分研究主要集

中在两个方面，一方面是采用特征提取加浅层神经

网络的方法对检测数据进行分类，另一方面是采用

深度学习方法，输入数据主要是人工提取的特征值，

近年逐渐发展到自动提取特征。

在浅层神经网络方面，Song等 [2]提出利用概率

神经网络对通过超声散射特征提取的时域特征进

行焊接缺陷分类。Masnata等 [3]提出了利用Fischer
线性判别分析对缺陷回波信号提取形状参数，使用

神经网络实现焊缝缺陷的自动分类。Margrave等 [4]

选择对神经网络进行调整，使用各种类型和配置的

神经网络对时域和频域分别进行训练以找到未知

缺陷。卢超等 [5]利用小波变换对超声检测回波信号

进行分解，并将分解信号的能量分布特征送入神经

网络中进行训练和分类。Liu等 [6]提出利用仿真得

到的A扫超声无损检测信号提取的特征值和反向
传播 (Back propagation, BP)网络结合对裂纹的大
小、类型和位置进行判别。Drai等 [7]对焊接缺陷回

波通过时域、频域和离散小波提取特征值，使用K
近邻分类 (K-nearest neighbor classification, KNN)
算法、贝叶斯统计、人工智能网络进行分类识别。

Veiga等 [8]对脉冲焊缝使用脉冲回波和超声衍射时

差 (Time of flight diffraction, TOFD)技术获得的
超声信号，通过预处理以后使用BP网络进行缺陷
分类。Sambath等 [9]利用小波变换得到缺陷的特

征向量，通过BP网络对这些特征向量进行识别分

类。Filho等 [10]提出通过离散傅里叶变换、小波变

换和余弦变换对超声信号进行特征提取，使用BP
网络对复合材料中的缺陷进行训练分类检测。Cruz
等 [11]采用了Filho等 [10]的特征提取方法，并使用

了不同的特征选择手段，采用多层感知 (Multilayer
perceptron, MLP)机，使用不同分类器对焊接缺陷
进行分类。

在深度学习方面，对卷积神经网络 (Convolu-
tional neural network, CNN)的研究可追溯到20世
纪 80年代，1998年，Lecun等 [12]在前人基础上提

出了LeNet-5，形成了当代CNN的雏形，在识别手
写数字上取得了不错的效果。2012年，Krizhevsky
等 [13]提出的Alexnet网络在 Imagenet图像识别大
赛中取得了历史性突破，从此人们意识到CNN在
图像识别领域的优势。

在超声检测领域也有不少研究者开展了采用

深度学习方法进行缺陷分析的工作。施成龙等 [14]

使用小波包变换对A扫信号进行缺陷特征信息提
取，将得到的能量分布特征向量通过深度信念网络

进行分类识别，准确率达到了 98.83%。Meng等 [15]

提出分层组合小波变换系数，利用CNN对不同特
征提取方法分类器进行训练，从而实现对碳纤维聚

合物的缺陷分类，准确率达到了98.15%。Khumaidi
等 [16]提出使用焊接表面缺陷超声检测图像作为输

入，使用CNN对不同类型焊接缺陷进行分类，准确
率达到了95.83%。Munir等 [17−18]对焊接缺陷进行

超声检测得到的信号在不同信噪比下使用全连接

深度神经网络、CNN进行缺陷分类，发现CNN效果
更好。张重远等 [19]采用基于相似矩阵的盲源分离

方法对得到的超声检测信号进行预处理，使用CNN
进行识别，准确率达到 90%。Munir等 [20]将超声信

号通过自编码器进行去噪后使用CNN进行分类。
目前为止，多数研究者都是在预处理阶段使用

统计或信号处理方法提取特征来提高识别准确率。

本文将不对信号进行特征提取，直接针对阵列探头

采集的原始超声信号，使用一维数据 (A扫信号数
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据)和二维图像 (A扫信号的波形显示图)分别作为
输入，采用不同CNN结构实现缺陷的分类识别，在
此基础上对网络性能进行优化，实现识别准确率的

提升。

1 CNN基本原理和结构

CNN通过卷积核与输入数据的卷积操作提取
特征，然后通过激活函数和池化来对特征进行处理，

经过训练之后使网络输出端能够正确识别输入数

据进行分类。训练过程如图 1所示，输入特征经过
网络主干部分后分类识别，如未达到迭代次数，跟真

实标签比较通过损失函数和优化函数来对参数进

行修正，再次进入卷积训练过程，当达到迭代次数以

后，停止训练并保存当前网络的权重。

输入特征

卷积层

激活函数

损失函数

全连接层

分类

输出预测结果

是否达到
迭代次数

优化函数

输入标签

结束

否

是
池化层

图 1 训练过程

Fig. 1 Training process

1.1 卷积核

CNN中卷积的特点在于获得输入的局部空间
特征，依靠的是内部包含的多个卷积核，按照维度的

不同可分为一维卷积、二维卷积和多维卷积。一维

卷积输入通常为时间或频谱采样，卷积核在一维空

间滑动计算，计算公式如下：

yt =

K∑
k=1

wkxt−k+1, (1)

其中，wk为卷积核权重，yt为卷积输出，常用于信

号、序列模型、自然语言处理领域等。二维卷积输入

一般包含多个通道，通常为图像，卷积核在二维空间

滑动计算，计算公式如下：

yij =
U∑

u=1

V∑
v=1

wuvxi−u+1,j−v+1. (2)

跟一维卷积类似，wuv为卷积核权重，yij为卷

积输出，常用于计算机视觉、图像处理领域。

1.2 激活函数

目前对于CNN激活函数的研究中普遍使用
ReLU (Rectified Linear Unit)函数 [21]或ReLU函
数的变种，ReLU函数定义为

ai,j,k = max(zi,j,k, 0), (3)

其中，zi,j,k是第k通道在 (i, j)位置激活函数的输

入，优点是计算效率高，可以很快收敛，但是会导致

神经元死亡问题，如果学习率过大，那么网络中可能

有很多神经元都无法正常更新参数。在此基础上衍

生出了Leaky ReLU函数 [22]，定义为

ai,j,k = max(zi,j,k, 0) + λmin(zi,j,k, 0), (4)

其中，λ是 (0,1)范围内的预定义参数，它与ReLU函
数的区别是在输入小于 0时，会有一个很小的常数
λ与输入相乘，使得信息不会全部丢失，解决了神经

元死亡问题。图 2为ReLU和Leaky ReLU函数示
意图。

(a) ReLU (b) Leaky ReLU
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图 2 ReLU与Leaky ReLU函数
Fig. 2 ReLU and Leaky ReLU activation function

1.3 Dropout和Batch Normalization
Dropout和Batch Normalization为在训练过

程中防止过拟合使用的优化手段，Dropout是在训
练的时候，随机使一部分隐藏节点值为 0，即不参
与训练，减少隐藏节点间的相互作用。Batch Nor-
malization[23]为将输入分布转化为均值为 0、标准
差为 1的正态分布，其主要作用为加快网络收敛
速度，防止过拟合，在最近几年的深度学习模型
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Faster RCNN、YOLO系列中，都已经使用Batch
Normalization来代替Dropout功能。

1.4 数据增强

在计算机视觉领域，数据增强是深度学习增加

数据量的一种非常有效的方式。在这种技术中，从

原有实例生成相似的类似实例，人为地增加数据库

的大小。本研究中，由于没有适用的关于超声无损

检测的数据库，实验中也较难获得大量的实测数据，

最有效可行的方法是对数据进行增强，即对已有的

数据进行翻转、平移或旋转等操作，创造出更多的

数据，来使神经网络具有更好的泛化效果，同时提升

模型的识别准确率。

2 CNN缺陷识别方法

本文采用超声相控阵系统对不同的缺陷进行

检测，将得到的缺陷信号进行预处理，然后利用不同

网络结构对缺陷信号进行分析，实现缺陷类型识别，

调节网络中参数来观测识别准确率的影响。

2.1 实验系统

获取数据的实验系统如图 3所示，包括Vera-
sonics Vantage超声相控阵系统、计算机主机、探头
及试块。Verasonics Vantage超声相控阵系统含有
32个独立通道，可以同时激发与接收所有通道，并
能存储所有通道的原始回波数据。探头使用超声相

控阵探头，该探头中心频率为 5 MHz，阵元数量为
32，如图3(b)所示。

实验中对 3种类型试块进行检测，如图 4所示。
3种试块对应 3类缺陷，分别为：(1)ϕ3 mm通孔，试
块长 300 mm，宽 40 mm，高 25 mm，通孔直径为
3 mm，埋深为 15 mm；(2)ϕ3 mm平底孔，试块长
100 mm，宽40 mm，高25 mm，平底孔直径为3 mm，
埋深为 15 mm；(3)ϕ3 mm球底孔，试块长 100 mm，
宽 40 mm，高 25 mm，球底孔直径为 3 mm，埋深为
15 mm。

(a) 超声相控阵系统平台 (b) 探头

相控阵系统

成像软件

计算机主机

试块与探头

图 3 实验系统

Fig. 3 Experimental system

通孔 平底孔 球底孔

图 4 3种缺陷实物图

Fig. 4 Three kinds of test blocks

2.2 数据获取及处理

使用如图 3所示的实验系统获取检测原始数
据，检测过程中相控阵系统的采样率为 20 MHz，采
用全聚焦方法依次激发所有阵元，每次激发所有阵

元接收，即阵元 1发射，1 ～ 32阵元接收，阵元 2发
射，1 ～ 32阵元接收，以此类推，一次检测共可接
收 1024个回波信号。从每种缺陷回波信号的 1024
个数据中各选取 100个样本，每个样本时长为 2 µs，
表 1中列出了每种缺陷的信号数量。图 5展示了 3
种缺陷的回波信号，可以观察到从信号中很难分辨

出它们的缺陷类型。
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图 5 3种缺陷的回波信号
Fig. 5 Echo signals of three defects

表1 各缺陷类型信号样本数量

Table 1 Number of signal samples of each
defect type

缺陷类型 平底孔 球底孔 通孔 总计

样本数量 100 100 100 300

在超声检测数据集中，由于原始数据样本只有

几百个，在复杂的神经网络结构中容易造成过拟合，

不易判断测试信号的类别，本文对数据库进行数据

增强并研究其增强效果。在对数据集进行数据增强

时分为两种方式，第一种 [18]是改变缺陷与阵元之

间的距离，反映到信号上为改变信号的到时，即将数

据向前和向后各时移 0.05 µs，样本数增加两倍；第
二种是改变信号的幅度，将信号向上和向下分别平

移，样本数增加两倍，如图 6 所示。针对二维数据，
采取这两种方式，此时数据样本数变为原来的 5倍。
针对一维数据，只采取第二种措施，此时数据样本数

变为原来的3倍。扩增的样本数量如表2所示。

时间/µs

0 0.2 0.4 0.6 0.8 1.0 1.2 1.4 1.6 1.8 2.0

时间/µs
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(b) 幅值增减
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原始信号
信号上移
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原始信号
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图 6 数据增强示意图

Fig. 6 Data augmentation schematic
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表2 数据扩增的数量

Table 2 The number of data augmentation

缺陷类型
样本数量

一维 二维

幅值增加 300 300

幅值减少 300 300

时域前移 0 300

时域后移 0 300

总计 600 1200

在训练网络时，为了验证网络性能是否达到满

意的效果，通常会对数据集进行划分，选取一部分

数据集不进行训练而用来验证网络效果。在本文中

选择总数据集的90%用于训练，10%用于测试。表 3
显示了数据增强后不同维度用于训练和测试数据

集的每个缺陷的总样本数量。

表3 训练集和测试集

Table 3 Training and testing datasets

缺陷类型

样本数量

一维 二维

训练集 测试集 训练集 测试集

平底孔 270 30 450 50

球底孔 270 30 450 50

通孔 270 30 450 50

总计 810 90 1350 150

本文中用于训练和测试的数据分为两种类型，

一类是一维缺陷回波数据，用一维卷积模型进行训

练；另一类是缺陷回波的二维显示图形，用二维卷积

模型进行训练。为了加快收敛速度，在将数据输入

到神经网络之前，对数据进行归一化处理。在对A
显波形的图片进行预处理时，因为只需要学习其信

号特征，在读取时以单通道进行读取来减少计算量。

2.3 环境配置及结构

本研究采用的CNN是基于Tensorflow2.0版
本中的Keras框架实现的，CPU型号为 I7-8750H，
GPU型号为1050TI，内存为16 G。

采用的网络结构有 3种， 分别是LeNet-5、
VGG16和ResNet。LeNet5结构最为简单，含有 2
个卷积层、2个池化层、3个全连接层；VGG16结构
较为复杂，含有 13个卷积层、5个池化层、3个全连
接层；残差网络ResNet含有残差结构，结构最为复

杂，含有 5个残差模块和 2个全连接层，其中 2个残
差模块分别包含 4个卷积层、1个池化层，另 3个残
差模块分别包含 5个卷积层、1个池化层。一维卷积
和二维卷积使用的网络结构完全一样。表 4展示了
不同网络结构的参数对比。

表4 不同网络参数对比

Table 4 Parameters between different networks

模型名称 LeNet-5 VGG16 ResNet

层数 5 16 25

卷积层数 2 13 23

卷积核大小 5 3 1, 3

池化层数 2 5 5

池化选择 Max Pooling Max Pooling Max Pooling

池化核大小 2 2 2

全连接层数 3 3 2

3 实验结果分析

本文将根据CNN理论从以下 5个方面对识别
准确率及效率的影响来进行对比分析，分别是

一维卷积和二维卷积模型、数据增强、迭代次

数、Dropout和Batch Normalization优化、ReLU和
Leaky ReLU激活函数。

3.1 一维卷积和二维卷积对识别准确率的影响

采用不同的网络结构模型，分别使用一维卷积

和二维卷积进行训练，迭代次数为100次，数据集使
用扩充后的数据集。识别准确率及训练时长如表 5
所示。LeNet5、VGG16、ResNet在一维卷积模型中
的识别准确率分别为95.56%、98.89%和97.78%，训
练时间分别为10.47 s、49.37 s、50.28 s。在二维卷积
模型中的识别准确率分别为 99.33%、100%、100%，
训练时间分别为263.8 s、494.1 s、521.5 s。可以看到
二维卷积模型的识别率比一维卷积模型有了明显

的提升，但是在训练时间上大大增加，为一维卷积模

型的 10倍以上，这是由于二维卷积比一维卷积在参
数量上有了几十倍的增加，可以更好地拟合函数，但

是也会增加训练时间。

从表 5可以看出，在本文数据集样本数目有限
的情况下，VGG16和ResNet网络在二维卷积识别
准确度可达到 100%，无需进行优化，因此下文中的
优化针对LeNet5结构进行。
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表5 一维卷积和二维卷积模型对识别准确率的影响

Table 5 The influence of one-dimensional
convolution and two-dimensional convolution
models on identification accuracy

网络类型
一维 二维

准确率/% 训练时间/s 准确率/% 训练时间/s

LeNet5 95.56 10.47 99.33 263.8

VGG16 98.89 49.37 100 494.1

ResNet 97.78 50.28 100 521.5

3.2 数据增强对识别准确率的影响

表6展示了不同网络结构在原始数据集和数据
增强后总数据集下的表现差异，迭代次数为 100次。
LeNet5、VGG16、ResNet在原始数据集上一维卷积
模型识别准确率分别为 90%、93.33%、90%，二维卷
积模型识别准确率分别为 96.67%、100%、96.67%，
对比在增强后数据集上各网络的表现，可以看到

数据增强后各网络结构的识别准确率均有明显的

提升。

表6 数据增强对识别准确率的影响

Table 6 The influence of data augmentation on identification accuracy

(单位: %)

网络类型 LeNet5-1D VGG16-1D ResNet-1D LeNet5-2D VGG16-2D ResNet-2D

原始数据集 90.00 93.33 90.00 96.67 100 96.67

增强后数据集 95.56 98.89 97.78 99.33 100 100

3.3 迭代次数对识别准确率的影响

每一次迭代都要对参数进行修正，迭代次数代

表着对数据的拟合程度，迭代次数越多说明对数

据拟合得越好，但是迭代次数过多又会造成过拟

合。针对原始数据集，使用不同网络结构在一维卷

积上迭代不同轮次，对比识别准确率。从表 7可以
看出，LeNet5在训练 100、200、300轮次时的准确率
分别为 90%、93.33%、96.67%，准确率一直上升，说
明网络还没有完全拟合，随着迭代次数的增加网络

识别准确率更高。VGG16在训练 100、200、300轮
次时的准确率分别为93.33%、96.67%、90%，ResNet
在训练 100、200、300轮次时的准确率分别为 90%、
93.33%、86.67%，这两个网络在训练 300轮次的时
候准确率都出现了降低，说明这个时候网络已经过

拟合。由此可见，在网络训练的时候迭代次数并不

是越多越好，特别是复杂网络，选择合适的迭代次数

很重要。

表7 迭代次数对识别准确率的影响

Table 7 The influence of iteration number
on identification accuracy

(单位: %)

网络类型 100 epoch 200 epoch 300 epoch

LeNet5-1D 90.00 93.33 96.67

VGG16-1D 93.33 96.67 90.00

ResNet-1D 90.00 93.33 86.67

3.4 Dropout和Batch Normalization对识别
准确率的影响

不同的优化方法 (Dropout和Batch Normal-
ization)对识别准确率及训练时间的影响如表 8 所
示。使用LeNet5结构在扩充后的数据集上进行训
练，结果表明当使用Dropout时准确率为 97.78%，
训练时间为 11.4 s，使用Batch Normalization时准
确率为 100%，训练时间为 13.67 s，两者都不使用
时准确率仅为 95.56%，训练时间为 10.47 s。图 7展
示了 3 种模式在训练过程中验证集准确率和损失
函数随着迭代次数的变化，可以看出Batch Nor-
malization在训练过程中验证集准确率增长速度最
快，损失值最低，说明收敛速度更快。综合来看，使

用Dropout或Batch Normalization虽然在训练时
间上都有了一定的增加，但是准确率也有一定的提

升，Batch Normalization表现尤为突出。

表8 Dropout和Batch Normalization对识
别准确率的影响

Table 8 The influence of Dropout and
Batch Normalization on identification ac-
curacy

准确率/% 训练时间/s
使用Dropout 97.78 11.4

使用Batch Normalization 100 13.67
都不使用 95.56 10.47
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图 7 网络训练曲线

Fig. 7 Training curve of network

3.5 激活函数对识别准确率的影响

表 9展示了不同激活函数ReLU和Leaky
ReLU对识别准确率的影响。使用LeNet5结构在
扩充后数据集上进行训练，Leaky ReLU中的λ取值

为 0.1。结果表明当使用ReLU激活函数时准确率
为 95.56%，使用Leaky ReLU激活函数时准确率为
98.89%，可以看出Leaky ReLU 的效果更好。这是
因为Leaky ReLU激活函数保留了更多的信息，使
识别准确率得到提升。

表9 ReLU和Leaky ReLU对识别准确率的影响
Table 9 The influence of ReLU and Leaky
ReLU on identification accuracy

使用ReLU 使用Leaky ReLU

准确率/% 95.56 98.89

4 结论

本研究采用CNN对超声检测回波信号进行缺
陷识别，目标是寻找一种不依赖于特征提取技术的

网络结构，它要有良好的鲁棒性，并具有很高的识别

准确率。研究得出以下结论：

(1) 合适的网络结构很重要。在实验对比中，
发现VGG16网络的性能要优于LeNet5和ResNet。
LeNet5模型相对简单，不能更好地拟合数据，而
ResNet具有残差结构，在复杂度方面高于VGG16，
导致在训练过程中更容易过拟合。

(2) 使用相同的CNN结构训练时，二维图像比
一维数据的识别准确率高。当使用相同的CNN结
构训练时，二维卷积的参数数量比一维卷积多了几

十倍，可以更好地拟合函数。

(3) 当数据量少的时候使用数据增强能够提高
识别准确率。由于目前没有公开的超声缺陷检测回

波信号数据集，想要大规模的获取也很困难，数据增

强就可以部分解决这个问题。

(4) 不同的优化手段有利于提高识别准确率。
可以在网络中将激活函数改为Leaky ReLU，添加
Batch Normalization层等来减少过拟合，提高网络
的泛化能力。

分析实验证明，只要选取合适的CNN模型，不
需要进行特征提取就可以得到非常高的准确率，这

正是因为CNN独特的结构和优秀的性能。
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